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Résumé 
 
 
La recherche d’information biologiquement pertinente à partir de données « omics » est un défi 
majeur dans les analyses d’expression à l’échelle du génome. Les données « omics » ne 
génèrent pas toutes la même quantité de variables. Cependant, les algorithmes de détection de 
voies de signalisation sont utilisés uniformément. La question de la relevance des voies de 
signalisation détectées avec des jeux de données moins denses en information peut donc se 
poser. Dans cette étude, nous évaluons comment la variation de la quantité de data background 
dans un jeu de données transcriptomiques influe sur les résultats générés par GSEA, 
l’algorithme le plus communément utilisé par la communauté scientifique pour la recherche de 
voies de signalisation biologiques.  
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1 Introduction 
 
1.1 Omics data  
 
Ces dernières années, la quantité de données biologiques générées par un nombre toujours 
croissant de nouvelles techniques de détection de composants moléculaires a explosé [1]. Les 
technologies « Omics » s’incarnent sous forme de tests biochimiques à haut débit qui détectent 
et quantifient l’ensemble des instances moléculaires d'un échantillon biologique, fournissant 
une représentation holistique du système biologique étudié [2]. À ce sens, la génomique profile 
l'ADN, la transcriptomique quantifie les transcrits, tandis que la protéomique et la 
métabolomique quantifient respectivement les protéines et les métabolites [3]. À la suite des 
avancées technologiques, il est aujourd’hui possible de combiner plusieurs tests à partir du 
même ensemble d'échantillons pour créer des ensembles de données « multiomics » [2] (Figure 
1.1).  
 

 
Figure 1.1 Aperçu simplifié des molécules composant les systèmes biologiques et des domaines d’étude 
auxquels elles sont associées. Le dogme central de la biologie des systèmes [4] est illustré. Le prétraitement et 
l’intégration des données omiques entre elles s’inscrivent dans le domaine d’étude de la multi-omique visant à la 
compréhension holistique des processus biologiques. 
 
La puissance supplémentaire de la multi-omique est évidente, mais la complexité de la gestion 
et de l'intégration de ces données sont un défi majeur [2]. Les données multi-omiques, générées 
dans des contextes isolés et non encore intégrés, doivent être analysées et interprétées dans leur 
ensemble par le biais d’algorithmes dédiés [5]. L'hétérogénéité des données omiques 
individuelles, la grande taille des ensembles et le manque d'études aidant à hiérarchiser 
l'ensemble des outils d’analyse et de traitement rendent difficile l'intégration et l’analyse de 
celles-ci. De plus, étant générés à l'aide d'un large éventail de plateformes, leur stockage et 
leurs formats varient considérablement. Les outils d'analyse multi-omique nécessitent donc un 
prétraitement des données. Cette étape, qui comprend notamment le filtrage des données, la 
normalisation systématique, la suppression des effets de lot et les contrôles de qualité, influence 
énormément l'analyse intégrative [6].  Nous pouvons donc constater qu’une multitude de 
facteurs intervient entre la génération des données brutes, leur intégration en données multi-
omiques et l’interprétation de celles-ci.  
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1.2 Contexte de l’étude  
 
À travers ce travail, nous allons nous intéresser particulièrement à la recherche de voies de 
signalisation biologiques à l’aide de l’algorithme GSEA [7] un algorithme largement utilisé 
par la communauté scientifique pour orienter des expériences plus approfondies pour l’une ou 
l’autre voie biologique. Afin d’introduire le sujet, nous allons exposer la théorie des processus 
de génération et d’analyse des données transcriptomiques, qui permettront de mieux 
comprendre le déroulement de cette étude. 
 
1.3 La transcriptomique 
 
La transcriptomique est l’étude du transcriptome, regroupant tous les types d’ARN présents 
dans une cellule, un tissu, ou un organe d’un être vivant. Elle cible à la fois l'ARN codant et 
non-codant pour quantifier l'hétérogénéité de l'expression génique dans ces différents niveaux 
[8]. Elle permet la caractérisation fonctionnelle et l'annotation des génomes [9] ainsi que la 
reconstruction des réseaux d'interactions génétiques permettant de créer des modèles 
systématiques de systèmes biologiques intégrés [10]. Par ailleurs, elle peut permettre 
d’identifier des marqueurs moléculaires associés aux processus pathologiques et offre 
l’opportunité d'examiner la relation entre l'hôte et l'agent pathogène, fournissant un support 
pour le développement de nouvelles stratégies thérapeutiques [11]–[13].  Différentes méthodes 
d’étude existent en transcriptomique [8], mais le « RNA-sequencing » ou « RNA-seq » [14], 
[15] est considéré comme la technique de pointe [16]. Alors que le « EST (expressed sequence 
tag) sequencing » [17] utilise le séquençage de Sanger ayant des performances moindres par 
rapport aux nouvelles avancées [8], [18], le « bulk RNA-seq » profite des avantages associés 
aux technologies de séquençage à haut débit pour quantifier l’ensemble des transcrits d’un 
échantillon composé de millions de cellules [8], [16].  
 
 

 
 
 
 
Les dernières avancées technologiques permettent d’étudier le transcriptome de cellules 
isolées, appelé « single-cell RNA-seq (scRNA-seq) » ou « single-cell transriptomics ». Tout 
d’abord, les cellules sont isolées individuellement dans des gouttelettes lipidiques, puis les 
transcrits sont traités à la manière d’un bulk RNA-seq. Le contenu génique de chaque vésicule 

Figure 1.2 Bulk RNA-seq versus scRNA-
seq. En utilisant le bulk RNA-seq, le niveau 
d'expression moyen de chaque gène est 
obtenu dans toutes les cellules du tissu 
échantillonné (gauche de la figure), tandis 
que l'hétérogénéité cellulaire et génétique 
d'un échantillon peut être quantifiée avec 
précision avec le scRNA-seq, permettant 
l’analyse à haute résolution des différences 
de transcription entre les types de cellules et 
les états cellulaires (droite de la figure) [20]. 
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est marqué d’un code-barres génétique unique, facilement identifiable après séquençage [19]–
[21]. La majorité des études transcriptomiques publiées à ce jour ont utilisé des échantillons 
dans lesquels des millions de cellules sont reliées entre elles. Dans ces études de bulk RNA-
seq les profils d'expression génique représentent les effets moyens de l’ensemble des cellules 
de l’échantillon (Figure 1.2). Malgré la validité de ces données, l'hétérogénéité de l'expression 
génique entre les cellules était largement inexplorée [20]. 
 
Dans l’étude qui suit, nous allons utiliser des données transcriptomiques issues d’une 
expérience « bulk RNA-seq ».  
 

1.4 Next-Generation Sequecing (NGS) 
 
Le NGS est un concept qui regroupe différentes technologies de séquençage à haut débit. Bien 
que les plateformes NGS utilisent des approches variées de séquençage, elles ont en commun 
de séquencer des millions de fragments d’ADN en parallèle. Les  millions de lectures ou 
« reads » sont ensuite alignés sur un génome de référence. De nos jours, le NGS permet de 
séquencer un génome humain entier en moins d’une journée [22]. En plus d’être plus rapides 
et moins coûteuses que les protocoles de première génération, les technologies NGS ont la 
capacité de capturer l’ensemble du spectre des variations du génome. Par ailleurs, une région 
du génome peut être séquencée plusieurs fois en fonction de la quantité de matériel disponible. 
Ainsi, ces technologies fournissent une grande profondeur de séquençage ainsi que des données 
précises sur les variations inattendues de l’ADN [22]. Les plateformes de séquençage actuelles 
peuvent être caractérisées selon 3 axes [23]. Le premier axe est caractérisé par la méthode de 
détection de l’ADN, le second par la détection des bases séquencées, optique ou non-optique 
et le troisième par le processus de séquençage, par synthèse ou par ligation [24]. De plus, les 
plateformes NGS peuvent être divisées en deux groupes en fonction de la longueur des 
« reads » qu’elles sont capables de séquencer. Les technologies « short read sequencing » sont 
considérées comme de seconde génération, comme Illumina et IonTorrent, tandis que les 
technologies « long read sequencing » sont considérées comme de troisième génération, 
comme Pacific Biosciences ou Oxford Nanopore [23].  
 
1.4.1 Illumina 
 
Les données que nous allons utiliser dans cette étude ont été générées par la technologie de 
seconde génération Illumina NovaSeq 6000. La plateforme Illumina NovaSeq 6000 utilise la 
méthode de séquençage par synthèse avec une technologie de terminaison réversible marquée 
par fluorescence [24]. Les processus de séquençage se déroulent en 2 étapes principales : 
l’amplification clonale de l’ADN et le séquençage des molécules clonées [24]. Dans la méthode 
Illumina, l’amplification clonale se produit par une technique de PCR unique appelée « bridge 
amplification » (Figure 1.3). Elle se déroule en phase solide sur une cellule de flux à laquelle 
se lie les fragments d’ADN  par le biais d’adaptateurs [24]. 
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Figure 1.3 Stratégie d’immobilisation des templates ADN pour les technologies Illumina et Solexa. 
L'amplification en phase solide est composée de deux étapes de base : l'amorçage initial et l'extension de la matrice 
monocaténaire unique, et l'amplification en pont de la matrice immobilisée avec des amorces immédiatement 
adjacentes pour former des clusters contenant jusqu’à 1000 copies d’un fragment d’ADN unique [25]. 
 
L’amplification produit des clusters de fragments de cDNA isolés et contenant jusqu’à 1000 
copies par fragment [26], permettant de détecter un signal fluorescent non pollué. La synthèse 
des brins complémentaires se fait à l’aide de nucléotides modifiés associés à un signal 
fluorescent (dNTP) différent pour chacune des 4 bases [26]. Lors de l’hybridation avec le brin 
matrice, un signal est émis par le dNTP et détecté par une caméra positionnée au-dessus de la 
cellule de flux. Les données de séquençage sont ainsi rapidement générées en utilisant la 
détection fluorescente [26]. La plateforme Illumina est la technologie de séquençage la plus 
précise disponible sur le marché avec un taux d’erreur de 0.1% [24].  
 
1.5 RNA-sequencing (RNA-seq) 
 
Le RNA-seq [14], [15] profite des avantages associés aux technologies de séquençage à haut 
débit pour quantifier le transcriptome d’un échantillon cellulaire et est considéré comme la 
technique de pointe pour les analyses transcriptomiques. Ce type d’expérience nécessite 
premièrement de définir l’objectif de l’étude afin de prendre les meilleures décisions quant aux 
facteurs suivants : quantité d'ARN, nombre et type de répliqua, type de bibliothèque et de 
préparation, plateforme de séquençage, débit, couverture et profondeur, et longueur des 
lectures [27]. Des outils informatiques statistiques comme Scotty [28] et RnaSeqSampleSize 
[29] aident à la conception des protocoles expérimentaux [16]. Un expérience RNA-seq se 
déroule généralement en quatre étapes : 1) isolation de l’ARN, 2) conversion en ADNc et 
construction de la librairie, 3) séquençage haut débit de la libraire (Figure 1.4) et finalement, 
4) analyse bio-informatique et prétraitement des données NGS générées [16], [27].  

La diversité des protocoles RNA-seq est grande et dépend des objectifs de l’étude [16], [27]. 
Afin de ne pas s’écarter du sujet, nous allons nous contenter d’introduire le protocole utilisé 
pour la génération de nos données transcriptomiques.  
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1.5.1 Extraction et isolation de l’ARN 
 
Une expérience RNA-seq débute avec l’extraction de l’ARN présent dans les échantillons. Un 
ARN de haute qualité est nécessaire pour générer une librairie adéquate [27]. Pour respecter 
son intégrité, 4 environnements d’expérimentation sont à éviter : un pH alcalin, des 
températures élevées, la présence d’ions métalliques et la présence de RNases [30]. Une fois 
extraits, la qualité et la quantité de l’ARN peuvent être mesurés à l’aide de la technologie 
Agilent Bioanalyzer [16]. Cette technologie renvoie des données numériques qui permettent 
de calculer un score d’intégrité de l’ARN « RIN (RNA Integrity Number) » [31] allant de 1 
(totalement dégradé) à 10 (totalement intact) [27]. La pratique commune considère qu’un RIN 
score supérieur à 6 est acceptable [16]. À ce stade, toutes les espèces d’ARN présentes dans 
l’échantillon se retrouvent dans notre solution. En fonction des objectifs de l’étude, une 
approche d’enrichissement doit être conduite pour isoler les ARN d’intérêt. La méthode la plus 
commune est la sélection de l’ARNm par leur queue poly-A et peut être effectuée à l’aide de 
billes recouvertes de molécules oligo(dT) (Figure 1.4 (4)) [16]. Nos données transcriptomiques 
ont été générées en utilisant le kit « TruSeq RNA Library Prep Kit v2 » (Illumina) qui utilise 
cette méthode.  
 
 
 
 

Figure 1.4 Déroulement typique d’une expérience 
RNA-seq. (1) Définition des objectifs et du protocole 
expérimental : l’expression génique différentielle entre 
2 conditions est montrée en exemple ; (2) Sélection des 
échantillons, extraction de l’ARN et élimination des 
contaminants ; (3) Évaluation de la qualité de l’ARN ; 
(4-6) Enrichissement de l’ARN ; (4)  Enrichissement à 
l’aide de billes magnétiques ou de cellulose recouvertes 
avec des molécules oligo(dT) ; (5) Enrichissement par 
déplétion d’ARNr ou épuisement sélectif de l’ARN 
abondant ; (6) Sélection des ARN de petites tailles via 
électrophorèse ; (7-9) Synthèse d’ADNc simple/double 
brin ; (7) Synthèse de l’ADNc suivie de la fragmentation 
de celui-ci ; (8) Fragmentation de l’ARN suivie de la 
synthèse de l’ADNc ; (9) Synthèse de l’ADNc pour de 
petits fragments ARN sans fragmentation ; (10) Ligature 
des adaptateurs ; (11) Quantification de la libraire ; (12) 
Séquençage de la libraire via une technologie NGS [16]. 
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1.5.2 Construction de la librairie d’ADNc 
 
Une fois l’ARN isolé, la construction de la librairie peut commencer et comporte 4 étapes 
(Figure 1.5) [27]:  
 

- Fragmentation de l’ARN 
- Synthèse en ADNc 
- Ligature d’adaptateurs 
- Quantification de l’ADNc 

 
La fragmentation peut se faire de manière chimique, physique ou enzymatique. Pour la 
synthèse d’ADNc, un premier brin est synthétisé à partir de l’ARN via une transcriptase inverse 
générant un hybride ADNc:ARN. Le premier brin ADNc est ensuite utilisé comme modèle 
pour séquencer le second brin générant un ADNc double brins [16].  
 
 

 
 
 
Après synthèse d’ADNc, des adaptateurs sont liés à chaque séquence pour permettre leur 
capture par la cellule de séquençage. Les adaptateurs en forme Y sont les plus couramment 
utilisés. Ces adaptateurs peuvent également contenir des éléments supplémentaires comme des 
index pour permettre le multiplexage et un second site d’amorçage pour permettre le 
séquençage « paired-end » [16].  
 

Figure 1.5 Construction d’une librairie RNA-seq Illumina. L'ARNm 
est purifié à partir de l'ARN total via sa queue poly-A puis fragmenté à la 
plage de taille souhaitée. Ensuite, l'ARN est rétrotranscrit en ADNc pour 
former un hybride ADNc/ARN. Le second brin ADNc est ensuite 
synthétisé, réparé aux extrémités et adénylé. Les adaptateurs Illumina sont 
ligaturés à l'ADN double brin sélectionné selon la taille. Finalement, les 
ADNc ayant passé les sélections sont amplifiés à l'aide d'amorces, 
produisant une librairie prête pour le séquençage [77]. 
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Le multiplexage consiste en la ligature d’un code-barres spécifique à chaque échantillon 
permettant le regroupement et le séquençage de plusieurs échantillons dans la même réaction 
de séquençage [27]. 
 
Le terme « paired-end » signifie que les deux extrémités des séquences reçoivent une amorce 
de séquençage et sont donc séquencées en vis-à-vis [32]. Ceci permet une augmentation de la 
qualité des données de séquençage et un meilleur alignement sur le génome de référence.  
 
La synthèse d’ADNc est suivie de la quantification de la librairie, importante pour éviter un 
débit moins bon, des qualités de séquences diminuées et un mauvais équilibre des séquences 
dans le multiplexage. La meilleure méthode pour la quantification est la PCR quantitative, car 
elle ne quantifie que les séquences ayant un adaptateur. Une évaluation de la taille des 
fragments est recommandée et peut se faire à l’aide du Agilent Bioanalyzer [16].  
 
Une fois ces tests terminés, la librairie d’ADNc peut être envoyée à la plateforme de 
séquençage pour être lue par le séquenceur. 
 
1.5.3 Séquençage haut débit de la librairie d’ADNc 
 
Nos données transcriptomiques ont été générées par la plateforme Illumina NovaSeq 6000, 
utilisant la technique nommée « bridge amplification PCR » (Figure 1.3). Les données sont 
stockées dans des fichiers FASTQ, un format standard pour le stockage de données de 
séquençage associant un score de qualité à chaque base de la séquence à l’échelle logarithmique 
de Phred [16], [33]–[35]. Dans le fichier FASTQ, les scores de qualité sont traduits en langage 
ASCII, car chaque base, qui est un caractère unique, doit être associée également à un score 
traduit dans un caractère unique [35]. 
 
1.5.4 Prétraitement et contrôle de la qualité des données de séquençage  
 
Une fois les données générées et stockées dans des fichiers au format FASTQ, il est impératif 
d’effectuer un contrôle de la qualité de celles-ci à l’aide d’outils informatiques comme FastQC 
[16], [36]. Cet outil fournit un ensemble modulaire d'analyses des données utile pour 
rapidement savoir si les données présentent des problèmes à prendre en compte avant de 
procéder à une analyse plus approfondie [36]. Les bases situées à l’extrémité 3’ des reads sont 
généralement de moins bonne qualité. Il est possible de raccourcir ces extrémités, par la 
méthode de « trimming » afin d’augmenter la précision et la qualité de l’alignement des reads 
sur un génome de référence. L’outil Cutadapt [37] permet de supprimer les bases ayant un 
mauvais score afin d’augmenter la qualité des lectures. Une boucle contrôle de qualité – 
trimming est alors effectuée jusqu’à obtenir une qualité de séquence suffisante.  
 
1.5.5 Alignement ou « mapping » des lectures  
 
L’étape d’alignement permet d’assembler les lectures entre elles. Cet alignement permettra 
ensuite de compter le nombre de lectures pour chaque gène et d’effectuer différentes analyses 
à partir des comptages.  
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STAR (“Spliced Transcripts Alignment to a Reference”) est un algorithme d’alignement, 
développé pour aligner des séquences non contigües sur un génome de référence [38]. 
L’information transcriptomique d’une cellule consiste en des assemblages d’exons non 
contigus formant des transcrits matures [39]. Les millions de lectures générées présentent des 
défis uniques pour la détection et la caractérisation des transcrits épissés. Deux tâches clés 
rendent ces analyses intensives en calculs. La première est l’alignement précis des lectures 
contenant des discordances, des insertions et des délétions causées par des variations 
génomiques et des erreurs de séquençage. La deuxième consiste à cartographier des séquences 
ARN dérivées de régions génomiques non-contiguës, une tâche rendue davantage difficile par 
la présence de plusieurs copies de séquences identiques ou apparentées qui sont elles-mêmes 
transcrites [38].  
 
 

 
 
Figure 1.6 Représentation schématique de la recherche de préfixe alignable maximal (MMP) dans 
l'algorithme STAR pour détecter (a) les jonctions d'épissage, (b) les incompatibilités et (c) les queues poly-A, 
les adaptateurs et les extrémités de basse qualité [38].  
 
L'algorithme STAR s’implémente en deux étapes principales : l'étape de recherche séquentielle 
de préfixes alignables maximaux ou « MMP » (Figure 1.6) et l'étape d’assemblage et 
d’attribution de score. Dans la première étape, l'algorithme trouve le MMP à partir de la 
première base de la lecture. Si la lecture comprend une jonction d'épissage, elle ne peut pas 
être mappée de manière contiguë au génome, et ainsi la première graine de la lecture sera 
mappée à un site d'épissage donneur. Ensuite, la recherche MMP est répétée pour la partie non 
mappée de la lecture et sera mappée sur un site d'épissage accepteur ou non mappé (Figure 
1.6a). Cette application séquentielle de la recherche MMP rend l'algorithme STAR 
extrêmement rapide [38].  
 
En plus de détecter les jonctions d'épissage, la recherche MMP implémentée dans STAR 
permet de trouver de multiples mésappariements, insertions et délétions (Figure 1.6b). Dans 
certains cas, la procédure d'extension ne donne pas un bon alignement, ce qui permet 
l'identification des queues poly-A, des séquences d'adaptateurs de bibliothèque ou des queues 
de mauvaise qualité (Figure 1.6c) [38]. 
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Dans la deuxième phase, STAR construit des alignements de toute la séquence d’une lecture 
en assemblant toutes ses MMPs alignés sur le génome dans la première phase. L'assemblage 
est guidé par un système de cotation d'alignement local, avec des scores définis par l'utilisateur 
pour les correspondances, les discordances, les insertions, les délétions et les écarts de jonctions 
d'épissage. La combinaison avec le score le plus élevé est choisie comme le meilleur 
alignement d'une lecture [38]. 
 
1.5.6 Comptage des lectures pour chaque gène 
 
Après l’alignement, le comptage des lectures peut être effectué pour chaque gène. Dans notre 
cas, l’algorithme htseq-count, délivré avec la librairie HTSeq [40] permettant l’analyse de 
données RNA-seq, a été utilisé pour cette étape. HTSeq-count est un outil qui, à partir d’un 
fichier SAM/BAM contenant l’alignement des lectures, compte pour chaque gène combien de 
lectures alignées chevauchent ses exons. Seules les lectures mappant sans ambiguïté sur un 
seul gène sont comptées, les lectures alignées sur plusieurs positions ou se chevauchant avec 
plus d'un gène sont rejetées. En effet, si deux gènes partagent des similarités de séquences et 
que l’un deux est exprimé de manière différentielle entre deux conditions et que l’autre non, ce 
dernier pourrait être sélectionné comme le premier après application d’un filtre statistique 
(Anders et al., 2015). 
 
1.6 L’analyse d’expression différentielle 
 
Le but premier de la majorité des projets RNA-seq est de quantifier et mesurer l’expression 
génique sous différentes conditions [16]. Certains outils d’analyse de données 
transcriptomiques sont dédiés à cette tâche. Dans une étude d’expression génique, la première 
étape est généralement d’évaluer l’expression des gènes à l’échelle du gène seul. Ceci permet 
de générer une liste de gènes classés en fonction de l’ampleur de leur association statistique à 
une hypothèse [42].  
 
1.6.1 Les algorithmes  
 
Différents algorithmes (comme par exemple baySeq, DESeq, DESeq2, EBSeq, edgeR, 
limma+voom, NOIseq et SAMseq) ont été mis en place pour ce type d’analyse. À l’heure 
actuelle, il n'y a pas de consensus sur la méthodologie la plus appropriée. L’étude réalisée par 
Costa-Silva et al. a cependant indiqué que les méthodes NOIseq, DESeq2 et limma+voom 
présentent les meilleurs résultats individuels avec respectivement 95 %, 95 % et 93 % de 
spécificité et 80 %, 84 % et 81 % de taux de vrais positifs [43].  
 
Dans notre étude, nous avons donc décidé d’utiliser l’algorithme DESeq2. Dans le point 
suivant, nous allons nous intéresser au fonctionnement de celui-ci et en décrire les concepts.  
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1.6.2 L’algorithme DESeq2 
 
L'approche la plus courante dans l'analyse d’expression différentielle consiste à tester 
l'hypothèse nulle selon laquelle le log2 ratio entre 2 conditions pour l'expression d'un gène est 
exactement nul. Cependant, de petits changements, même statistiquement très significatifs, ne 
sont pas toujours les candidats les plus intéressants pour une enquête plus approfondie. De plus, 
le classement par log2 ratio est pollué par le bruit des estimations log2 ratios pour les gènes à 
faible expression. Love et al. ont donc développé un procédé statistique facilitant le classement 
des gènes sur la base d'une estimation stable des log2 ratios [44]. DESeq2, successeur de la 
méthode DESeq [45], intègre des avancées méthodologiques permettant une analyse plus 
quantitative des données RNA-seq [44].  
 
1.6.2.1 Modèle et normalisation 
 
Le point de départ est une matrice de comptage K dans laquelle chaque ligne représente un 
gène i et chaque colonne représente un échantillon j. Les cases de la matrice Kij indiquent le 
nombre de lectures détectées et cartographiées sans ambiguïté. Pour chaque gène, DESeq2 
construit un modèle linéaire généralisé (GLM) [46] 
 
Le nombre de comptages Kij pour le gène i de l’échantillon j est décrit avec un GLM de la 
famille binomiale négative avec un lien logartithmique, une moyenne μij et une dispersion αi, 
tel que,  

 
Kij ~ NB(μij, αi). 

 
La moyenne est considérée comme une quantité qij, proportionnelle à la concentration des 
fragments d'ADNc, mise à l'échelle par un facteur de normalisation sij, et donc,  
μij = sij qij 
 
DESeq2 utilise donc des GLMs avec un lien logarithmique, tel que 

 
log2 𝑞𝑖𝑗 = ∑𝑟 𝑥𝑗𝑟 𝛽𝑖𝑟. 

	
Pour générer un modèle linéaire généralisé pour chaque gène, DESeq2 va donc suivre 3 étapes 
principales : l’estimation des facteurs de tailles s pour chaque échantillon, l’estimation des 
dispersions α pour chaque gène et finalement, l’ajustement d’un modèle linéaire pour chaque 
gène. 
 
La normalisation permet une estimation et une détection précises de l'expression différentielle 
[47]. Les comptages des données transcriptomiques ont tendance à être biaisés par la taille de 
la librairie utilisée ainsi que par l’échantillonnage de celle-ci [47]. Pour normaliser les données, 
DESeq2 calcule le facteur de taille « s » pour chaque échantillon à l’aide de la méthode de la 
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médiane des rapports [44]. Il divise  ensuite chaque comptage d’un échantillon par son facteur 
de taille, générant une matrice de comptages normalisés.  
 
1.6.2.2 Estimation des dispersions par le retrait empirique de Bayes  
 
Après normalisation des données, DESeq2 estime la dispersion α pour chaque gène en utilisant 
le retrait empirique de Bayes (Figure 1.7) afin d'améliorer la stabilité et l'interprétabilité des 
estimations. La variabilité entre les répliqua est modélisée par le paramètre αi qui décrit la 
variance entre les comptages via la relation, 

 
Var Kij = μij + αi μ2ij. 

 

 
Figure 1.7 Estimation des dispersions par le retrait empirique de Bayes. Graphique des estimations de 
dispersion sur la force d'expression moyenne pour l'ensemble de données Bottomly et al [48] avec six échantillons 
répartis sur deux groupes. Tout d'abord, les MLE par gène sont obtenus en utilisant uniquement les données du 
gène respectif (points noirs). Ensuite, une courbe (rouge) est ajustée aux MLE pour capturer la tendance globale 
de la dépendance à la moyenne de la dispersion. Cet ajustement est utilisé comme moyenne préalable pour un 
deuxième cycle d'estimation, qui aboutit aux estimations MAP finales de la dispersion (têtes de flèche). Cela peut 
être compris comme un rétrécissement (le long des flèches bleues) des estimations bruyantes par gène vers le 
consensus représenté par la ligne rouge. Les points noirs encerclés en bleu sont détectés comme des valeurs 
aberrantes de dispersion et non rétrécis vers le maximum à priori (le rétrécissement suivrait la ligne pointillée). 
Pour plus de clarté, seul un sous-ensemble de gènes est présenté, qui est enrichi pour les valeurs aberrantes de 
dispersion. MAP, maximum a posteriori ; MLE, estimation du maximum de vraisemblance [44]. 
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1.6.2.3 Estimation du facteur de changement par le retrait empirique de 
Bayes et ajustement du modèle linéaire  

 
Une difficulté courante dans l'analyse des données NGS est la forte variance des estimations 
log2ratios pour les gènes à faible nombre de lectures. DESeq2 surmonte ce problème en 
réduisant les estimations log2ratio vers zéro. De cette façon, le rétrécissement est plus fort 
lorsque les comptages d’un gène sont faibles. DESeq2 emploie à nouveau une procédure 
empirique de Bayes pour estimer des MAP log2ratios offrant une quantification plus 
reproductible des différences de transcription [44]. 
 
1.6.2.4 Tests d’hypothèse pour l’expression différentielle  
 
Une fois les GLMs ajustés pour chaque gène, DESeq2 teste si chaque coefficient de modèle 
diffère significativement de zéro. Deux tests de signification sont possibles lors de l’utilisation 
de l’algorithme : le test de Wald ou le test du rapport de vraisemblance (LRT). DESeq2 propose 
des tests d'hypothèses nulles composites de la forme ℋ*: | 𝛽𝑖𝑟	| £ q	 pour trouver des gènes dont 
le log2ratio dépasse significativement un seuil θ > 0 (Figure 1.8) [44]. 
 
 
 
 

 
Figure 1.8 Représentation du log2 ratio en fonction de la moyenne des comptages normalisés de tous les 
échantillons pour chaque gène d’un jeu de données lors d’une analyse d’expression différentielle par 
DESeq2. Chaque point représente un gène. Les points bleus représentent des gènes dont la différence d’expression 
est statistiquement significative. Les points gris représentent des gènes dont la différence d’expression n’est pas 
statistiquement significative. Les points au-dessus de la ligne à zéro sont des gènes enrichis dans une condition et 
ceux en dessous sont des gènes enrichis dans l’autre condition. Les triangles représentent des gènes dont le log2 
ratio est situé hors des limites du graphique.  
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1.6.3 Le data background 
 
Pour la compréhension de cette étude, il est impératif d’introduire une notion peu commune 
dans la littérature scientifique, le « data background ». Dans notre étude, nous définissons le 
data background comme l’ensemble des gènes qui sont excluent après application d’un filtre. 
Par exemple, l’ensemble de gènes n’ayant pas une différence d’expression statistiquement 
significative entre deux conditions expérimentales suite à une analyse à l’aide d’un algorithme 
comme DESeq2 [44], par exemple.  
 
1.7 La recherche de voies de signalisation biologiques 
 
Afin d’associer ces premiers résultats à un contexte biologique plus large, des analyses 
d’expression génique à l’échelle du génome sont effectuées. Ceci permet l’identification de 
groupes de gènes potentiellement responsables des changements survenant entre deux 
conditions expérimentales [42]. Ces analyses d’enrichissement se basent généralement sur les 
tests d’hypothèses statistiques. Il existe également d’autres méthodes basées sur le « machine 
learning » pour isoler des voies de signalisation biologiques enrichies [49]. Dans les analyses 
d’enrichissement, les gènes sont regroupés sur base de propriétés fonctionnelles ou biologiques 
communes, formant des ensembles de gènes [7], [42]. Ces ensembles de gènes sont définis sur 
bases de connaissances biologiques antérieures comme, par exemple, des informations sur les 
voies biochimiques ou la co-expression publiées à la suite de recherches. Ces ensembles de 
gènes peuvent donc être associés à des voies de signalisation biologiques spécifiques.  
 
1.7.1 Les algorithmes   
 
Au cours des dernières années, différents algorithmes ont été mis au point pour les analyses 
d’enrichissement. Malgré différentes méthodes  et plus de 100 outils disponibles pour réaliser 
des analyses d’enrichissement [50], GSEA est l’un des plus communément utilisé par la 
communauté scientifique pour réaliser ce type d’analyse [7], [16].  
 
1.7.2 L’algorithme GSEA 
 
Les données transcriptomiques sont générées pour des milliers de gènes, classés par GSEA 
dans une liste L en fonction de leur niveau d’expression dans deux conditions (Figure 1.8a). 
Le but de GSEA est de déterminer si les gènes d’une même voie biologique ont tendance à se 
positionner vers le haut ou le bas de liste L (Figure 1.8b), signifiant que l’ensemble de gènes 
est corrélé à la distinction de classe phénotypique. Le but de l’analyse est de déterminer, parmi 
les membres d’un ensemble S, quels gènes sont distribués de manière aléatoire tout au long de 
liste ou au contraire principalement trouvés vers le haut ou le bas de celle-ci. Le déroulement 
de l’analyse GSEA comporte 3 étapes clés [7] :  
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1) Calcul d’un score d’enrichissement (ES) reflétant le degré de surreprésentation 
d'un ensemble S aux extrémités de la liste L. Le score est calculé en parcourant la 
liste L. L’ES est calculé à partir d’une somme cumulée qui augmente lorsqu’un 
gène de S est rencontré dans L et qui diminue lorsqu’un gène non présent dans S 
est rencontré. De plus, l'ampleur de l'augmentation dépend de la corrélation du gène 
avec le phénotype. Le score d'enrichissement est l'écart maximum par rapport à zéro 
rencontré dans la marche aléatoire (Figure 1.8c). Cet ES correspond à une 
statistique de type Kolmogorov-Smirnov pondérée [7], [51].  
 

2) Estimation statistique du niveau d’importance de l’ES en utilisant une procédure 
de test de permutation empirique basée sur le phénotype qui préserve la structure 
de corrélation complexe des données d'expression génique. Plus précisément, 
l’algorithme permute les étiquettes de phénotype et recalcule l'ES de l'ensemble de 
gènes pour les données permutées, générant une distribution nulle pour l'ES. La 
valeur P nominale de l'ES est ensuite calculée par rapport à cette distribution nulle 
[7].  

 
3) Ajustement pour les tests d’hypothèses multiples : Lorsqu'une base de données 

transcriptomiques est évaluée, GSEA ajuste le niveau de significativité statistique 
estimé (p-valeur nominale) pour chaque ensemble de gènes afin de tenir compte des 
tests d'hypothèses multiples. Il normalise d'abord l'ES pour tenir compte de la taille 
de l'ensemble, ce qui donne un score d'enrichissement normalisé (NES). Il évalue 
ensuite la proportion de faux positifs en calculant le taux de fausses découvertes 
(FDR) [52], [53] correspondant à chaque NES. Le FDR est la probabilité estimée 
qu'un ensemble avec un NES donné représente un résultat faussement positif [7].  

 
 

 
 
Figure 1.9 Illustration de la méthode GSEA. (A) La carte thermique construite sur base de données 
d’expressions géniques triées et permettant de visualiser le niveau d’expression des gènes dans deux conditions 
est représentée. (B) Les "étiquettes génétiques", c'est-à-dire l'emplacement des gènes d'un ensemble S dans la liste 
triée, sont représentées par des traits horizontaux en vis-à-vis de la liste triée. (C) La somme cumulée associée à 
l’ensemble S dans la liste L triée est représentée par la ligne rouge. L’ES est calculé par la déviation maximale 
par rapport au zéro. En aval du pic de l’ES, le sous-ensemble de gènes compris dans S responsable de 
l’enrichissement est entouré en bleu. Ce sous-ensemble est appelé « leading-edge subset » [7].  
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En général, tous les membres d'un ensemble de gènes ne participent pas à un processus 
biologique. Il est souvent utile d'extraire les membres de l’ensemble à score élevé qui 
contribuent principalement à l'ES. Le « leading-edge subset » se compose des gènes de 
l'ensemble S qui apparaissent en aval du pic de l’ES dans la liste classée L (Figure 1.9c). Il peut 
être interprété comme le noyau d'un ensemble responsable du signal d'enrichissement. 
L’analyse plus approfondie du leading-edge subset est particulièrement utile avec des 
ensembles de gènes sélectionnés manuellement par l’utilisateur [7]. 

En entrée, l’algorithme GSEA prend un jeu de données d’expression génique (table de 
comptages normalisés), un fichier répertoriant par leurs symboles HGNC « HUGO Gene 
Nomenclature Committee » les ensembles de gènes à analyser pour leur enrichissement dans 
la première table (Figure 1.10) ainsi qu’un fichier d’annotations reprenant les équivalents de 
symboles HGNC pour les identifiants de gènes utilisés dans le jeu de données de l’utilisateur. 
Chaque gène possède un symbole HGNC unique. GSEA utilise ce fichier d'annotation pour 
réduire l’ensemble d’identifiants de chaque gène en un seul vecteur et pour inclure les 
annotations de gène HGNC dans le rapport d'analyse. 

Ces deux dernières tables sont disponibles dans la base de données de signatures moléculaires 
MSigDB [54] et mises à disposition par le logiciel GSEA. MSigDB est une collection 
d'ensembles de gènes annotés à utiliser avec GSEA. Il s’agit de neuf sous-ensembles de cette 
base de données qui sont disponibles et fournis par GSEA. Par exemple, la base des données 
des « hallmarks » contient 50 ensembles de gènes représentant des états ou des processus 
biologiques spécifiques bien définis qui affichent une expression cohérente. Cette collection 
est une version initiale de 50 caractéristiques qui condensent les informations de plus de 4 000 
ensembles de gènes originaux se chevauchant dans les collections MSigDB version 4.0 C1 à 
C6 [55].  

 
Figure 1.10 Flux de travail avec l’algorithme GSEA. GSEA prend deux fichiers principaux en entrée : un jeu 
de données d’expression et une base de données reprenant des ensembles de gènes. L’analyse s’exécute et 
renvoie à l’utilisateur les résultats d’enrichissement pour chaque ensemble de gènes présent dans la base de 
données [7]. 
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1.8 Contexte de l’étude  
 
1.8.1 Origine des données  
 
Dans un travail antérieur, des cellules primaires de patients arthrosiques avaient été transfectées 
par des lentivirus contenant des shRNA (short-hairpin)  ciblant soit le gène d’intérêt CEMIP 
soit le gène EGFP qui servait de référence [56]. L’analyse des données de bulk RNAseq, par 
l’algorithme GSEA, a conduit à des résultats fortement significatifs, mais non validables par 
RT-qPCR ou Western-Blot.  
 
Pour mieux comprendre ce phénomène, un nouveau de jeu de données a été créé en ciblant 
particulièrement le gène EGFP par un shRNA.  Pour réaliser cette étude, un nouveau jeu de 
données de bulk RNASeq a été généré également à partir des cellules primaires de cinq patients 
arthrosiques. Ces cellules ont été cultivées séparément jusqu’au passage 4. À ce stade, la 
population cellulaire est considérée comme homogène et peuplée de Fibroblast-Like 
Synoviocytes (FLS). Les cellules ont ensuite été transfectées par des lentivirus contenant des 
shRNA (short-hairpin) ciblant l’EGFP, anti-EGFP (shE). Une condition non traitée (NT) 
n’ayant pas subi de transfection avec un lentivirus a été ajoutée au design expérimental pour 
servir de référence. Il s’agit donc d’un cas de figure simple à deux conditions expérimentales 
« NT » et « shE ». 
 
Après génération de ce design expérimental, les données transcriptomiques ont été générées à 
partir de l’ARN contenu dans les synoviocytes via le protocole de préparation de librairie 
« TruSeq RNA Library Prep Kit v2 ».   La technologie de séquençage utilisée est Illumina 
NovaSeq 6000. Les lectures ont été traitées à travers le pipeline nf-core/rnaseq-1.3 [57] et 
alignées à l’aide de l’outil STAR [38] sur le génome de référence humain GRCh37 (« Genome 
Reference Consortium Human Build 37 ») et annotées à l’aide des annotations de gènes 
provenant de la base de données Ensembl.  
 
1.8.2 Choix des données 
 
Deux raisons nous ont poussées à choisir ce jeu de données. Premièrement, le premier protocole 
expérimental a fait naitre notre question de recherche que nous allons présenter dans le point 
suivant. Deuxièmement, nous voulions voir à quel point l’entrée d’un lentivirus ciblant un gène 
de contrôle impactait l’expression génique dans un synoviocyte.  
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1.9 Objectifs de l’étude  
 
Les données « omics » ne génèrent pas toutes la même quantité de variables. La protéomique 
en génère bien moins que le séquençage. Cependant, les algorithmes de détection de voies de 
signalisation sont utilisés uniformément. La question de la relevance des voies de signalisation 
détectées avec des jeux de données moins denses en information peut donc se poser. L’objectif 
de cette étude est d’évaluer comment la variation de la quantité de data background fourni dans 
la liste de gènes influe sur les résultats générés par l’algorithme GSEA. 
 
1.10 Protocole expérimental 
 
Afin de répondre à nos objectifs, nous allons, dans un premier temps, effectuer une analyse 
d’expression différentielle via l’algorithme DESeq2 entre les conditions « NT » et « shE » de 
notre jeu de données. Le seuil statistique de discrimination de l’enrichissement pour une 
condition sera fixé à 0.01. Tous les gènes ayant une valeur « padj » inférieure ou égale à 0.01 
seront considérés comme ayant une différence d’expression statistiquement significative entre 
les deux conditions. Les gènes ayant une valeur « padj » supérieure à 0.01 feront partie de notre 
« data background ». De cette façon, nous espérons isoler les gènes faisant partie des leading-
edge subset responsables du signal d’enrichissement d’un ensemble de gènes dans les analyses 
GSEA. 
 
Grâce à cette distinction, nous allons créer 11 séries de 20 listes. Dans chaque série, nous allons 
sélectionner aléatoirement un certain pourcentage du data background et nous allons garder 
l’entièreté des gènes ayant une différence d’expression statistiquement significative. Nous 
allons donc créer 20 listes avec 50% du data background et pour chaque série de 20 listes 
supplémentaires, nous intègrerons aux listes 5% de data background supplémentaire, soit 50-
55-60-65-70-75-80-85-90-95 et 100% de data background. Étant donné que le data background 
sera sélectionné aléatoirement, chaque liste d’une série sera considérée comme différemment 
peuplée de gènes du data background par rapport aux autres listes de la même série.  
 
Nous allons ensuite effectuer une analyse d’enrichissement par l’intermédiaire de l’algorithme 
GSEA pour chacune des listes. Les résultats de chaque analyse seront étudiés et nous 
comparerons ceux-ci entre eux. 
 
1.11 Analyse de données : stabilité, variabilité et corrélation  
 
Afin d’analyser et de comparer les résultats obtenus lors des analyses GSEA, nous allons 
utiliser différentes approches. Premièrement, nous allons calculer le nombre de voies 
biologiques enrichies de façon statistiquement significative pour les tables contenant un taux 
de data background identique à l’aide de diagrammes de Venn. Deuxièmement, nous allons 
évaluer la similarité des résultats en calculant l’indice de Jaccard pour chaque paire de tables 
contenant un même taux de data background. Troisièmement, nous allons évaluer les résultats 
à l’aide de l’indice de stabilité de Kuncheva. Finalement, nous explorerons les valeurs de 
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significativité statistique pour chaque voie de signalisation et nous calculerons leur corrélation 
avec le taux de data background. Pour cette dernière étape, nous utiliserons les coefficients de 
corrélation de Spearman et de Pearson.  
 
1.11.1  L’indice de Jaccard 
 
L’indice de Jaccard est une métrique permettant de calculer la similarité entre deux 
échantillons. Il s’agit du rapport entre la taille de l’intersection des échantillons sur la taille de 
l’union de ceux-ci [58], [59]. L’indice de similarité de Jaccard peut prendre des valeurs situées 
entre 0 et 1, 0 indiquant qu’il n’y a aucune similarité et 1 indiquant une similarité totale entre 
les deux échantillons. Soit deux échantillons A et B, l’indice de Jaccard est : 

 
𝑱	(𝑨, 𝑩) = 	

|𝑨 ∩ 𝑩|
|𝑨 ∪ 𝑩|

 

 
Cette formule peut s’étendre à n ensembles, dans quel cas elle prendra la forme suivante :  
 

 
𝑱	(𝑺𝟏, 𝑺𝟐, … , 𝑺𝒏) = 	

|𝑺𝟏 ∩ 𝑺𝟐 ∩ …∩ 𝑺𝒏|
|𝑺𝟏 ∪ 𝑺𝟐 ∪ …∪ 𝑺𝒏|

 

 
 
1.11.2  L’indice de Kuncheva  
 
L’indice de stabilité de Kuncheva est basé sur la cardinalité de l’intersection et sur la cohérence 
entre une paire de sous-ensembles de caractéristiques selon trois propriétés souhaitables qui 
sont la monotonie, les limites et la correction du hasard. Cet index ne peut pas être utilisé pour 
des sous-ensembles de caractéristiques sélectionnées ayant des tailles différentes [60], [61]. 
Dans notre étude, il sera utilisé pour mettre en évidence l’évolution de la stabilité des résultats 
renvoyés par l’algorithme GSEA. Soit deux sous-ensembles Si et Sj, l’indice de Kuncheva est :  

 
𝐾	(𝑆𝑖, 𝑆𝑗) = 	 =>?@

A

@(>?@)
	, 

 
où n représente le nombre total de caractéristiques pouvant être sélectionnées, r = |Si ∩ Sj| est 
la cardinalité de l’intersection de deux sous-ensembles Si et Sj et k = | Si | = | Sj | est la cardinalité 
des sous-ensembles [60]. 
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1.11.3  Les coefficients de corrélation de Spearman et de Pearson  
 
Les coefficients de Spearman et de Pearson mesurent la relation linéaire qui peut exister entre 
deux variables. Le coefficient de Pearson est calculé par un test paramétrique entre des 
variables continues normalement distribuées. Il est le coefficient de corrélation le plus 
couramment utilisé. Le coefficient de Spearman est utilisé pour mesurer la relation linéaire 
entre deux variables ayant des distributions non normales. Dans ce cas, les données se voient 
attribuer des rangs à partir desquels la linéarité est mesurée [62].  
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2 Matériels et Méthodes 
 
2.1 Hardware  
 
Les analyses informatiques de cette étude ont été exécutées sur un MacBookAir 1.8 GHz sous 
macOS HighSierra 10.13.6 ou sur le cluster de calcul « high performance cluster (HPC) » du 
GIGA.  
 
2.2 Software 
 
R et RStudio 
 
RStudio [63]est un environnement de développement pour R [64], un langage de 
programmation dédié au traitement de données et à l’analyse statistique. Il se compose d’un 
environnement d’exécution avec des graphiques, un débogueur, l'accès à certaines fonctions et 
la possibilité d'exécuter des programmes stockés dans des fichiers de script.  
 
Nous avons utilisé RStudio et R pour les étapes suivantes :  

 
o Traitement des données transcriptomiques stockées dans un fichier « .gct » 

associé à deux fichiers « .cls » stockant des métadonnées  
o Exécution de l’analyse d’expression différentielle avec l’algorithme DESeq2 

[44] 
o Création des 220 tables de comptages normalisés composées des gènes isolés 

grâce à l’analyse d’expression différentielle et d’un certain pourcentage de data 
background dans des fichiers « .gct » 

 
 
Bash  
 
Bash [65], qui signifie « Bourne-Again shell », est un interpréteur en ligne de commande de 
type script. Il peut s’utiliser de deux façons, soit en mode « interactif » où il attend les 
commandes saisies par l’utilisateur, lui renvoie un résultat avant de se replacer en situation 
d'attente, soit via le programmateur de script slurm en mode « batch » où il parallélise un script 
sur plusieurs nœuds de calcul. Nous avons utilisé le langage Bash dans son mode interactif 
pour l’utilisation du stockage de masse du GIGA et dans son mode batch pour exécuter les 220 
analyses GSEA sur le cluster de calcul du GIGA. Le mode batch nous a donc permis de 
paralléliser les analyses GSEA et donc de réduire considérablement le temps de calcul.  
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Python et Jupyter 
 
Python [66] a été développé par Guido van Rossum durant les années 90. Il s’agit d’un langage 
de programmation interprété et multiparadigme. Il favorise la programmation 
structurée, fonctionnelle et orientée-objet. Comme R, il est couramment utilisé dans le milieu 
bio-informatique. De plus, de nombreux packages et modules Python utiles sont développés et 
mis à jour par la communauté scientifique.  
 
Jupyter [67] est une application web permettant de programmer dans une quarantaine de 
langages, dont Python. L’un de ses principaux atouts est qu’il permet de réaliser des 
« notebooks » qui sont des programmes contenant à la fois du texte et du code, utiles pour 
l’analyse de données. Ces notebooks se construisent à travers une liste ordonnée de cellules 
d'entrée et de sortie, permettant de structurer le code de manière optimale.  
 
Nous avons utilisé Python et Jupyter pour le traitement et l’analyse des résultats obtenus avec 
GSEA.  
 
DESeq2 
 
DESeq2 [44] est un algorithme permettant l’analyse d’expression différentiel entre différentes 
conditions. Nous l’avons utilisé par l’intermédiaire du package « DESeq2 » (version 1.34.0) 
implémentée en langage de programmation R et délivré par Bioconductor. Il nous a permis de 
distinguer les gènes différemment exprimés de façon statistiquement significative des gènes 
composant le data background dans notre jeu de données transcriptomiques. Cet algorithme 
prend en entrée une table de comptages géniques ainsi qu’une table de métadonnées détaillant 
la structure de la première table.  
 
  NT1 NT2 NT3 NT4 NT5 shE1 shE2 shE3 shE4 shE5 
Gene1 100 110 105 106 118 20 22 17 21 20 
Gene2 300 309 278 318 320 299 297 286 312 311 
Gene3 50 60 48 54 57 400 430 409 412 420 

 
Table 2.1 Exemple simplifié d’une table de comptages géniques prise en entrée par l’algorithme DESeq2. 
Chaque colonne représente une condition. Pour les deux conditions « NT » et « shE », cinq répliqua cellulaires 
ont été cultivés. Chaque ligne représente un gène. L’intersection entre une ligne et une colonne représente le 
comptage du gène de la ligne pour la condition de la colonne.  

 
Afin de définir le data background, nous avons réalisé une analyse d’expression différentielle 
entre les conditions « NT » et « shE » de notre jeu de données à l’aide de l’algorithme DESeq2 
[44]. L’algorithme DESeq2 associe l’expression différentielle de chaque gène du jeu de 
données à une p-valeur ajustée « padj ». Afin de distinguer les gènes du data background, nous 
avons utilisé la valeur de 0.01 comme seuil de discrimination statistique. Chaque gène ayant 
une « padj » associée inférieure ou égale à 0.01 sera considéré comme exprimé de façon 
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différentielle entre les deux conditions, tandis que les gènes associés à une « padj » supérieure 
composeront notre data background. 
 
GSEA 
 
GSEA [7], [68] permet d’exécuter des analyses d’enrichissement afin d’associer des groupes 
de gènes ou des voies de signalisation biologiques à une différenciation phénotypique entre 
deux conditions.  
 
La version GSEA 4.2.2 a été utilisée pour effectuer les analyses de cette étude. En vue du 
nombre d’analyses à effectuer et par souci de temps de calcul, nous avons utilisé la table 
reprenant les voies « hallmarks » délivrée par la base de données MsigDB (version 7.5.1) [54], 
[55]. Nous avons utilisé le fichier d’annotations « Human_ENSEMBL_Gene_ID » fourni par 
MSigDB pour vectoriser l’ensemble des identifiants « Ensembl » de chaque gène en symbole 
HGNC unique.  
 
L’algorithme GSEA propose deux types de permutation pour effectuer les analyses, soit une 
permutation de type « gene_set », soit une permutation de type « phenotype ». La première est 
adaptée pour des analyses contenant peu d’échantillons pour un même phénotype, tandis que 
la seconde est adaptée pour des analyses contenant plus de sept échantillons par phénotype. En 
fonction du choix de ce paramètre, l’interprétation des résultats pour la significativité 
statistique des voies est différente, selon les recommandations d’interprétation des résultats 
fournies sur le site officiel de GSEA. Lorsqu’une analyse est effectuée avec un type de 
permutation « gene_set », il est conseillé d’utiliser un seuil FDR q-value de 0.05 pour 
discriminer les résultats statistiquement significatifs des résultats statistiquement non 
significatifs. Au contraire, lorsqu’une analyse est effectuée avec un type de permutation 
« phenotype », il est recommandé d’utiliser un seuil FDR q-value de 0.25.  
 
2.3 Données de séquençage  
 
Nous avons utilisé un jeu de données contenant des comptages géniques pour dix échantillons 
issus de cellules de patients arthrosiques répartis sur deux conditions, cinq pour la condition 
non traitée « NT » et cinq pour la condition anti-EGFP « shE ». 63 677 identifiants de gènes 
ENSEMBL sont présents dans ce jeu de données.  
 
Le jeu de données a préalablement été généré en suivant le protocole ci-dessous :  

- Protocole de préparation de librairie « TruSeq RNA Library Prep Kit v2 » 
- Séquençage via Illumina NovaSeq 6000 
- Prétraitement des données à travers le pipeline nf-core/rnaseq-1.3 [57]  
- Alignement des lectures à l’aide de l’outil STAR [38] sur le génome de référence 

humain GRCh37 (« Genome Reference Consortium Human Build 37 ») 
- Annotation des lectures alignées à l’aide des identifiants de gènes « Ensembl » [69].  
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3 Résultats 
 

3.1 Analyse d’expression différentielle : DESeq2  
 
L’algorithme DESeq2 nous a permis d’isoler 2606 identifiants de gènes « Ensembl » exprimés 
de manière statistiquement différente entre les conditions « NT » et « shE ». Le seuil utilisé 
pour isoler ces gènes est une p-valeur ajustée inférieure ou égale à 0.01. L’ensemble de ces 
gènes significatifs sera donc associé à chaque liste générée de façon aléatoire pour réaliser une 
analyse GSEA. 
  
3.2 Analyse d’enrichissement de voies de signalisation biologiques : GSEA  
 
Nous avons réalisé une analyse GSEA pour chacune des 220 tables afin d’évaluer la 
significativité statistique de l’enrichissement des voies biologiques regroupées dans la base de 
données des « hallmarks ». Pour chaque analyse, les cinquante voies ont pu être détectées dans 
nos 220 tables, et sont donc enrichies dans l’une des deux conditions étudiées, « NT » ou 
« shE ».  
 
Dans notre cas, nous disposions de cinq échantillons par condition, cinq pour la condition « 
NT » et cinq pour la condition « shE ». Nous avons donc paramétré la permutation de type 
« gene_set » et utilisé le seuil de 0.05 pour interpréter la FDR q-value associée à chaque voie 
lors des analyses GSEA.  
 
3.2.1 Diagrammes de Venn  
 
Un premier paramètre que nous avons calculé est l’intersection entre les voies associées à une 
FDR q-value significative pour chaque ensemble de 20 résultats associé à des tables 
comprenant un taux de background identique à l’aide de diagrammes de Venn (Figure 3.1).  
 
En utilisant un seuil de FDR q-value à 0.05 sur les résultats de GSEA, nous obtenons les 
diagrammes de Venn ci-dessous.  Nous constatons une variabilité des résultats prononcée 
lorsque le taux de data background est de 50%. En effet, les diagrammes de Venn en figure 
3.1a montrent que 8 voies sont associées à une FDR q-value significative dans toutes les 
analyses, tandis que 7 autres ne le sont que dans certains cas. Nous pouvons également 
constater une légère variabilité des résultats lorsque le taux de data background est de 100%, 
signifiant que la répétition d’une analyse similaire (20 fois avec la même table) ne renvoie pas 
systématiquement les mêmes résultats. Les diagrammes de Venn en figure 3.1b montrent que 
8 voies sont toujours associées à une FDR q-value significative et que 2 autres le sont parfois.  
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A 

 
B 

 
 
Figure 3.1 Diagrammes de Venn représentant l’intersection des résultats GSEA pour les tables contenant 
50% de data background (A) et pour les tables contenant 100% de data background (B).  
 
L’ histogramme en figure 3.2 permet de mettre en évidence la quantité de voies biologiques 
enrichies de façon statistiquement significative pour chaque taux de data background. En vert, 
nous pouvons voir les voies qui ressortent systématiquement associées à une FDR q-value 
significative. Les voies qui ressortent dans au moins une table sont quant à elle représentées en 
rouge.  

 
Figure 3.2 Histogramme des voies de signalisation enrichies de manière statistiquement significative pour 
chaque pourcentage de data background. La quantité de voies systématiquement significatives pour chaque 
table d’un taux est représentée en vert. La quantité de voies significatives au moins dans une table (« alot » signifie 
« at least one time »)  d’un taux est représentée en rouge. 
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L’analyse des diagrammes de Venn suggère donc que 8 voies biologiques sont 
systématiquement enrichies de manière statistiquement significative (FDR q-value inférieure 
ou égale à 0.05) dans la condition « shE » et qu’un total de 15 voies y sont enrichies dans au 
moins une table sur les 220. De plus, la répétition d’une même analyse GSEA ne renvoie pas 
systématiquement les mêmes résultats.  
 
3.2.2 Indice de Jaccard  
 
Ensuite, nous avons calculé l’indice de Jaccard entre les 20 résultats de chaque groupe de tables 
à l’aide de la formule de calcul pouvant s’étendre à 20 ensembles. Sur la figure 3.3, nous 
pouvons observer l’évolution de l’indice de Jaccard en fonction du taux de data background.  
 
 

 
Figure 3.3 Évolution de l’indice de Jaccard en fonction du taux de data background.  
 
Sur ce graphique, nous constatons que l’indice de Jaccard augmente au fur et à mesure que le 
taux de data background augmente. L’indice de similarité de Jaccard passe d’environ 50% pour 
le groupe contenant 50% du data background à 80% pour les groupes contenant 85% de data 
background ou plus. Nous pouvons remarquer qu’un taux de data background de 100% n’est 
pas caractérisé par un indice de similarité maximal.  
 
Sur la figure 3.3, nous observons deux phases « plateaux » entre 55 et 70% et entre 85 et 100% 
de data background. Cependant, en observant les résultats bruts, nous avons constaté que ces 
phases « plateaux » n’étaient pas représentatives de la réalité. Pour contourner ce biais, nous 
avons donc calculé l’indice de Jaccard entre chaque paire de résultats possible pour chaque 
groupe de tables, pour un total de 190 comparaisons par groupe. 
 
La figure 3.4 permet d’observer la variation de l’indice de Jaccard pour les 190 comparaisons 
des taux de 50 et de 100% de data background.  
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Figure 3.4 Représentation de la variation de l’indice de Jaccard entre les 190 comparaisons possibles une à 
une des résultats GSEA pour les tables contenant des taux de data background de 50% (à droite) et de 
100% (à gauche). 
 
Les résultats de la figure 3.4 permettent de mettre en évidence deux points. Premièrement, 
l’index de Jaccard moyen passe de 0.775 pour 50% de data background à 0.935 pour 100% de 
data background. Deuxièmement, nous pouvons caractériser la variabilité de l’indice de 
Jaccard par l’oscillation représentée en orange sur la figure 3.4. Visuellement, nous pouvons 
voir que l’oscillation a une plus grande amplitude lorsque le taux de data background est plus 
faible. Afin de caractériser cette variabilité dans le niveau d’oscillation, nous avons calculé un 
delta représentant la différence entre l’indice de Jaccard minimum et l’indice de Jaccard 
maximum pour chaque groupe. L’évolution de ce delta est représentée en figure 3.5.  
 
 

 
 
Figure 3.5 Représentation de l’évolution du delta de variabilité de l’indice de Jaccard en fonction du taux 
de data background. 
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Sur la figure 3.5, nous constatons que le delta de variabilité de l’indice de Jaccard diminue au 
fur et à mesure que le taux de data background augmente. 
 
Ensuite, dans l’optique de mieux représenter la réalité des résultats, nous avons calculé l’indice 
de Jaccard moyen pour chaque groupe de 190 paires. La figure 3.6 permet de visualiser 
l’évolution de l’indice de Jaccard moyen en fonction du taux de data background.  
 
 

 
 
Figure 3.6 Représentation de l’évolution de l’indice de Jaccard moyen en fonction du taux de data 
background.  
 
Sur le graphique 3.6, nous constatons la disparition des phases « plateaux ». Le calcul de 
l’indice de Jaccard moyen pour chaque taux de data background a donc permis de diminuer le 
biais lié au grand nombre d’ensembles pris en compte pour le calcul de l’indice de Jaccard 
représenté en figure 3.3. L’évolution de l’indice de Jaccard moyen suit une tendance croissante 
avec l’augmentation du taux de data background. Néanmoins, l’indice de Jaccard moyen 
semble dévié de la tendance pour les taux de data background égaux à 70 et 85%. De façon 
générale, l’indice de Jaccard moyen est plus élevé que l’indice de Jaccard calculé à partir des 
résultats des 20 tables pour chaque taux de data background.  
 
Afin de visualiser différemment l’évolution de l’index de Jaccard au fur et à mesure que le taux 
de data background augmente, nous avons construit un « heatmap » reprenant tous les indices 
de Jaccard calculés pour chaque comparaison possible entre les 220 résultats GSEA. En figure 
3.7, nous pouvons observer un shift du bleu vers le rouge lorsque les indices de Jaccard sont 
calculés à partir des résultats pour les tables contenant un taux de data background supérieur 
ou égal à 75%. Les cases de couleur bleue sont associées à un indice de Jaccard proche 0,75 
tandis que les cases de couleur rouge sont associées à un indice de Jaccard proche de 1.  
 



 28 

 
 
Figure 3.7 « Heatmap » représentant l’ensemble des indices de Jaccard calculés entre toutes les paires de 
résultats possibles suite à 220 analyses GSEA. 
 
 
3.2.3   Indice de Kuncheva  
 
L’indice de Kuncheva permet d’évaluer la stabilité de la sélection des caractéristiques de 
différents ensembles à partir d’un ensemble de caractéristiques défini. Dans notre cas, nous 
avons défini l’ensemble des caractéristiques de départ comme l’ensemble des voies biologiques 
enrichies au moins une fois, même de façon statistiquement non significative, au travers des 
résultats de toutes les tables. Elles sont au nombre de 35. Nous avons dû également choisir la 
taille des ensembles à évaluer. Étant donné que les tables ayant 100% de background renvoient 
de façon statistiquement significative jusqu’à 10 voie, nous avons décidé d’évaluer la stabilité 
des 10  voies biologiques les plus statistiquement significatives de chaque table. Nous avons 
donc calculé l’indice de stabilité pour chaque set de table contenant un background identique. 
Chaque indice est donc calculé sur base de 20 ensembles contenant 10 caractéristiques 
sélectionnées dans un ensemble de départ de 38 caractéristiques.  
 
 



 29 

 
 
Figure 3.8 Représentation de l’évolution de l’indice de Kuncheva en fonction du taux de data background. 
 
La figure 3.8 permet d’observer l’évolution de l’indice de stabilité de Kuncheva pour les 10 
voies biologiques les plus significatives en fonction du taux de data background. Celui-ci tend 
à augmenter au fur et à mesure que le taux de data background augmente, pour atteindre un 
maximum de 0.972 pour l’ensemble de listes contenant 100% de data background. Même si 
cet indice tend à augmenter avec le taux de data background, celui-ci semble déjà élevé pour 
un taux de data background de 50%. En comparaison avec la tendance suivie par l’indice de 
Jaccard moyen représenté sur la figure 3.6, la tendance croissante suivie par l’indice de 
Kuncheva semble plus linéaire.  
 
3.2.4 Taux de data background et taux de représentativité d’une voie de 

signalisation biologique  
 
Avant de présenter les résultats suivants, il est important d’expliquer une nuance quant au taux 
de data background. Le taux de représentativité d’une voie biologique se calcule en divisant le 
nombre de gènes d’une voie de signalisation présents dans la table sur le nombre total de gènes 
qu’elle contient dans la base de données MSigDB [55]. Nous pouvons le calculer à partir d’une 
table (Table 3.1) renvoyée par GSEA lors d’une analyse.  
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Table 3.1 Taux de représentativité des voies de signalisation biologiques de la base de données des 
« hallmarks » MSigDB [55] dans une table contenant 50% de data background. 
 
Lorsque nous nous intéressons aux résultats GSEA d’une table contenant un taux de data 
background de 50%, nous pouvons nous attendre à ce que le taux de représentativité des voies 
soit aussi situé aux alentours de 50%. Or, ce n’est pas le cas. En effet, la figure 3.9  permet 
d’observer l’évolution du taux de représentativité moyen des voies de signalisation en fonction 
du taux de data background.  

gene_set_sizes

NAME ORIGINAL SIZE AFTER RESTRICTING TO DATASET REPRESENTATION RATE (%) 

HALLMARK_TNFA_SIGNALING_VIA_NFKB 200 172 86

HALLMARK_HYPOXIA 200 170 85

HALLMARK_CHOLESTEROL_HOMEOSTASIS 74 62 83,78378378

HALLMARK_MITOTIC_SPINDLE 199 167 83,91959799

HALLMARK_WNT_BETA_CATENIN_SIGNALING 42 32 76,19047619

HALLMARK_TGF_BETA_SIGNALING 54 43 79,62962963

HALLMARK_IL6_JAK_STAT3_SIGNALING 87 66 75,86206897

HALLMARK_DNA_REPAIR 150 115 76,66666667

HALLMARK_G2M_CHECKPOINT 200 180 90

HALLMARK_APOPTOSIS 161 137 85,0931677

HALLMARK_NOTCH_SIGNALING 32 27 84,375

HALLMARK_ADIPOGENESIS 200 162 81

HALLMARK_ESTROGEN_RESPONSE_EARLY 200 162 81

HALLMARK_ESTROGEN_RESPONSE_LATE 200 159 79,5

HALLMARK_ANDROGEN_RESPONSE 100 83 83

HALLMARK_MYOGENESIS 200 150 75

HALLMARK_PROTEIN_SECRETION 96 78 81,25

HALLMARK_INTERFERON_ALPHA_RESPONSE 97 78 80,41237113

HALLMARK_INTERFERON_GAMMA_RESPONSE 200 161 80,5

HALLMARK_APICAL_JUNCTION 200 154 77

HALLMARK_APICAL_SURFACE 44 35 79,54545455

HALLMARK_HEDGEHOG_SIGNALING 36 26 72,22222222

HALLMARK_COMPLEMENT 200 160 80

HALLMARK_UNFOLDED_PROTEIN_RESPONSE 113 88 77,87610619

HALLMARK_PI3K_AKT_MTOR_SIGNALING 105 83 79,04761905

HALLMARK_MTORC1_SIGNALING 200 166 83

HALLMARK_E2F_TARGETS 200 180 90

HALLMARK_MYC_TARGETS_V1 200 156 78

HALLMARK_MYC_TARGETS_V2 58 44 75,86206897

HALLMARK_EPITHELIAL_MESENCHYMAL_TRANSITION 200 179 89,5

HALLMARK_INFLAMMATORY_RESPONSE 200 153 76,5

HALLMARK_XENOBIOTIC_METABOLISM 200 160 80

HALLMARK_FATTY_ACID_METABOLISM 158 124 78,48101266

HALLMARK_OXIDATIVE_PHOSPHORYLATION 200 149 74,5

HALLMARK_GLYCOLYSIS 200 152 76

HALLMARK_REACTIVE_OXYGEN_SPECIES_PATHWAY 49 41 83,67346939

HALLMARK_P53_PATHWAY 200 163 81,5

HALLMARK_UV_RESPONSE_UP 158 127 80,37974684

HALLMARK_UV_RESPONSE_DN 144 121 84,02777778

HALLMARK_ANGIOGENESIS 36 30 83,33333333

HALLMARK_HEME_METABOLISM 200 156 78

HALLMARK_COAGULATION 138 96 69,56521739

HALLMARK_IL2_STAT5_SIGNALING 199 163 81,90954774

HALLMARK_BILE_ACID_METABOLISM 112 88 78,57142857

HALLMARK_PEROXISOME 104 76 73,07692308

HALLMARK_ALLOGRAFT_REJECTION 200 151 75,5

HALLMARK_SPERMATOGENESIS 135 92 68,14814815

HALLMARK_KRAS_SIGNALING_UP 200 157 78,5

HALLMARK_KRAS_SIGNALING_DN 200 132 66

HALLMARK_PANCREAS_BETA_CELLS 40 30 75
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Figure 3.9 Représentation de l’évolution du taux de représentativité médian des voies de signalisation en 
fonction du taux de data background. Chaque boite contient le taux de représentativité moyen des voies 
« hallmarks » pour un même taux de data background chaque boite contient le taux de représentativité moyen des 
voies « hallmarks » pour un même taux de data background. 
 
Pour un taux de data background de 50%, le taux de représentativité moyen se situe aux 
alentours de 78% et  le taux de représentativité ne descend jamais en dessous des 65% (Table 
3.1, colonne 4). Cette différence entre le taux de représentativité des voies biologiques et le 
taux de background est due au fait que nous implémentons des analyses GSEA avec une table 
de comptages normalisés contenant des identifiants de gènes « Ensembl ». GSEA identifie les 
gènes à l’aide de leur symbole HGNC. Cependant, un gène et son symbole HGNC peuvent 
avoir plusieurs identifiants « Ensembl ». GSEA regroupe donc les identifiants « Ensembl » en 
un seul vecteur pour le gène. L'effondrement de l'ensemble de données présente deux 
avantages : premièrement, il élimine plusieurs sondes, qui peuvent gonfler les scores 
d'enrichissement, et deuxièmement, il facilite l'interprétation biologique des résultats de 
l'analyse d'enrichissement. Le regroupement des différents identifiants d’un même gène en un 
seul vecteur entraine donc une diminution du nombre de données total et diminue donc l’effet 
de la diminution du data background sur la liste initiale.  
 
La figure 3.9 permet d’observer 2 tendances. Premièrement, le taux de représentativité médian 
des voies biologiques augmente avec le taux de data background. Cette tendance est logique à 
la suite du phénomène d’effondrement du nombre de données engendré par la vectorisation des 
identifiants de gènes « Ensembl » par l’algorithme GSEA. Deuxièmement, l’étendue de la boite 
augmente au fur et à mesure que le taux de background diminue. Cette seconde tendance 
s’explique par le caractère aléatoire avec lequel les différents groupes de tables ont été générés. 
Lorsque le taux de data background est de 100%, l’entièreté des voies « hallmarks » présente 
un taux de représentativité supérieur à 98%.  
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3.2.5 Corrélation entre le taux de représentativité et la « FDR q-value »  
 
La FDR q-value est utilisée pour discriminer statistiquement les voies enrichies de façon 
significative. Nous avons donc calculer les coefficients de Spearman et de Pearson entre la 
FDR q-value et le taux de représentativité pour chaque voie biologique enrichie au moins une 
fois, même de façon statistiquement non significative, dans la condition « shE » par rapport à 
la condition « NT ». L’ensemble des analyses GSEA a renvoyé un total de 35 voies biologiques 
enrichies au moins une fois pour la condition « shE », mais pas forcément associées à des FDR 
q-values significatives. Pour rappel, une FDR q-value inférieure à 0.05 peut s’interpréter 
comme un enrichissement statistiquement significatif.  
 
Les coefficients de Spearman et de Pearson moyens, lorsque ceux-ci sont associés à une p-
valeur inférieure ou égale à 0.05, sont de 0.39 et de 0.34, respectivement. Afin d’explorer plus 
en profondeur cette corrélation, nous allons nous intéresser à certains types de résultats 
particuliers. Les résultats des analyses peuvent être regroupés en différents cas.  
 
Cas n°1 : FDR q-value toujours significative  
 
Le premier cas est celui dans lequel la FDR q-value est toujours significative et donc inférieure 
ou égale à 0,05. Dans ce cas, la corrélation entre la FDR q-value et le taux de représentativité 
est soit positive et associée à une p-valeur très significative, soit proche de zéro et associée à 
une p-valeur moins significative ou non significative.  
 
Afin d’illustrer ce premier cas, nous allons utiliser deux exemples représentatifs :  
 

o HALLMARK_XENOBIOTIC_METABOLISM 
o HALLMARK_INTERFERON_GAMMA_RESPONSE 

 

 
 
Figure 3.10 Représentation de la corrélation entre la FDR q-value et le taux de représentativité pour les 
voies HALLMARK_XENOBIOTIC_ METABOLISM (schéma de gauche) et HALLMARK_ 
INTERFERON_ GAMMA_RESPONSE (schéma de droite) lorsque le taux de data background varie.  
 
Dans les cas où la corrélation est proche de 0 et non-significative, la FDR q-value est toujours 
très significative (Figure 3.10, schéma de droite), tandis que dans les cas où la corrélation est 
positive et associée à une p-valeur significative, la FDR q-value se situe plus proche du seuil 
de 0,05 (Figure 3.10, schéma de gauche).  
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Les autres voies associées au cas n°1 sont les suivantes :  
 

o HALLMARK_TNFA_SIGNALING_VIA_NFKB 
o HALLMARK_HYPOXIA 
o HALLMARK_INTERFERON_ALPHA_RESPONSE 
o HALLMARK_INFLAMMATORY_RESPONSE 
o HALLMARK_EPITHELIAL_MESENCHYMAL_TRANSITION 
o HALLMARK_IL6_JAK_STAT3_SIGNALING 

 
 
Cas n°2 : FDR q-value parfois significative  
 
Dans le groupe « cas n°2 », la FDR q-value est parfois significative et d’autres fois non 
significative. Ce cas de figure se produit lorsque la FDR q-value avoisine le seuil de 0,05. À 
l’exception de la voie HALLMARK_COMPLEMENT, toutes les voies suivent une corrélation 
positive associée à une p-valeur significative.  
 
Afin d’illustrer ce second cas, nous allons utiliser deux exemples représentatifs :  
 

o HALLMARK_ADIPOGENESIS 
o HALLMARK_UV_RESPONSE_UP 

 
 

            
 
Figure 3.11 Représentation de la corrélation entre la FDR q-value et le taux de représentativité pour les 
voies HALLMARK_ADIPOGENESIS (schéma de gauche) et HALLMARK_UV_ RESPONSE_UP 
(schéma de droite).  
 
Lorsque la corrélation entre la FDR q-value et le taux de représentation est positive, nous 
pouvons observer deux tendances. Premièrement, cette corrélation indique qu’au plus le taux 
de data background augmente, au plus la FDR q-value augmente. Dans l’ensemble des cas n°2, 
la FDR q-value moyenne se situe aux alentours de 0.05. La figure 3.11 montre que la 
diminution du taux de représentativité peut entrainer un basculement de l’interprétation de 
l’enrichissement pour une voie donnée. Pour la voie HALLMARK_ADIPOGENESIS, 
l’enrichissement n’est significatif que pour deux tables sur 220, et que dans ces deux cas, le 
taux de représentativité avoisine les 75%. Pour la voie HALLMARK_UV_RESPONSE_UP, 
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l’enrichissement n’apparait que parfois significatif lorsque le taux de représentativité se situe 
en dessous de 95%. Pour ces deux exemples, l’enrichissement n’est jamais significatif lorsque 
le taux de représentativité est de 100%. Cependant, les voies HALLMARK_P53_PATHWAY et 
HALLMARK_COMPLEMENT ont parfois montré un enrichissement significatif lorsque le taux de 
représentativité était de 100% (Figure 3.12). Deuxièmement, les figures 3.11 et 3.12 montrent 
que, dans tous les cas n°2, le delta de la FDR q-value augmente au fur et à mesure que le taux 
de représentativité diminue. En effet, aux alentours d’un taux de représentativité de 80%, la 
différence entre la FDR q-value la plus élevée et la FDR q-value la plus basse est plus grande 
pour un taux de représentativité de 100% (Figure 3.12, schéma de gauche).  
 
 

            
 
Figure 3.12 Représentation de la corrélation entre la FDR q-value et le taux de représentativité pour les 
voies HALLMARK_P53_PATHWAY (schéma de gauche) et HALLMARK_COMPLEMENT (schéma de 
droite) lorsque le taux de data background varie.  
 
Les autres voies associées au cas n°2 sont les suivantes :  
 

o HALLMARK_HEME_METABOLISM 
o HALLMARK_UV_RESPONSE_DN 
o HALLMARK_COMPLEMENT 
o HALLMARK_P53_PATHWAY 
o HALLMARK_ REACTIVE_OXYGEN_SPECIES_PATHWAY 

 
 
Cas n°3 : FDR q-value jamais significative  
 
Le troisième et dernier cas est celui dans lequel la FDR q-value n’est jamais significative. 
Comme pour le cas n°1, la corrélation entre la FDR q-value et le taux de représentativité est 
soit positive et associée à une p-valeur très significative, soit proche de zéro et associée à une 
p-valeur moins significative ou non significative. 
 
Afin d’illustrer ce troisième cas, nous allons utiliser deux exemples représentatifs :  
 

o HALLMARK_KRAS_SIGNALING_UP  
o HALLMARK_TGF_BETA_SIGNALING 
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Figure 3.13 Représentation de la corrélation entre la FDR q-value et le taux de représentativité pour les 
voies HALLMARK_KRAS_SIGNALING_UP (schéma de gauche) et HALLMARK_TGF_BETA 
_SIGNALING (schéma de droite) lorsque le taux de data background varie. 
 
Le schéma de la voie HALLMARK_KRAS_SIGNALING_UP en figure 3.13 présente les mêmes 
tendances présentées pour le cas n°2, à l’exception que la FDR q-value n’est jamais 
significative. Par contre, le schéma de la voie HALLMARK_TGF_BETA_SIGNALING (à 
droite en figure 3.13) ne semble pas présenter la seconde tendance, ou du moins avec une 
intensité faible. En effet, la différence entre les deltas des FDR q-value à des taux de 
représentativité de 80 et 100% semble moins grande au fur et à mesure que la FDR q-value 
moyenne se rapproche de 1.  
 
Les autres voies associées au cas n°3 sont les suivantes :  
 

o HALLMARK_GLYCOLYSIS 
o HALLMARK_IL6_JAK_STAT3_SIGNALING 
o HALLMARK_APOPTOSIS 
o HALLMARK_PROTEIN_SECRETION 
o HALLMARK_ALLOGRAFT_REJECTION 
o HALLMARK_OXIDATIVE_PHOSPHORYLATION 
o HALLMARK_GLYCOLYSIS 
o HALLMARK_COAGULATION 
o HALLMARK_ESTROGEN_RESPONSE_EARLY 
o HALLMARK_UNFOLDED_PROTEIN_RESPONSE 
o HALLMARK_ANGIOGENESIS 
o HALLMARK_BILE_ACID_METABOLISM 
o HALLMARK_APICAL_JUNCTION 
o HALLMARK_WNT_BETA_CATENIN_SIGNALING 
o HALLMARK_PANCREAS_BETA_CELLS 
o HALLMARK_FATTY_ACID_METABOLISM 
o HALLMARK_KRAS_SIGNALING_DN 
o HALLMARK_PEROXISOME 
o HALLMARK_MYOGENESIS 
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3.2.6 Corrélation entre le taux de représentativité et le score 
d’enrichissement normalisé « NES » 

 
La FDR q-value étant directement associée au score d’enrichissement normalisé (NES), nous 
avons ensuite évalué la corrélation entre le taux de représentativité et le NES.  
 
Afin d’illustrer nos résultats, nous allons utiliser deux exemples de cas n°2 :  
 

o HALLMARK_UV_RESPONSE_UP 
o HALLMARK_REACTIVE_OXYGEN_SPECIES_PATHWAY 

 
Dans un premier temps, nous avons calculé la corrélation entre le taux de représentativité et le 
score d’enrichissement ES.  
 

    
 
Figure 3.14 Représentation de la corrélation entre le score d’enrichissement ES et le taux de 
représentativité pour les voies HALLMARK_UV_RESPONSE_UP (schéma de gauche) et 
HALLMARK_REACTIVE_OXYGEN_SPECIES_PATHWAY (schéma de droite) lorsque le taux de data 
background varie. 
 
Bien que la corrélation entre l’ES et le taux de représentativité soit négative pour les deux 
exemples en figure 3.14, cette tendance n’est pas généralisée aux autres voies. En effet, les 
coefficients de Spearman et de Pearson moyens, lorsque ceux-ci sont associés à une p-valeur 
inférieure ou égale à 0.05, sont de -0.05 et de -0.13, respectivement. Aucune tendance générale 
n’est suivie pour ces corrélations, avec des valeurs éparpillées entre -1 et 1.  
 
Dans un second temps, nous avons calculé la corrélation entre le taux de représentativité et le 
score d’enrichissement normalisé (NES). Les coefficients de Spearman et de Pearson moyens 
sont de -0.55 et de -0.54, respectivement.  
  
Sur les 35 voies enrichies au moins une fois dans la condition « shE », même de façon 
statistiquement non significative, seules 2 ne suivent pas cette corrélation positive entre le taux 
de représentativité et le NES. Il s’agit des voies suivantes :  
 

o HALLMARK_PROTEIN_SECRETION  
o HALLMARK_OXYDATIVE_PHOSPHORYLATION 
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Figure 3.15 Représentation de la corrélation entre le score d’enrichissement normalisé NES et le taux de 
représentativité pour les voies HALLMARK_UV_RESPONSE_UP (schéma de gauche) et 
HALLMARK_REACTIVE_OXYGEN_SPECIES_PATHWAY (schéma de droite). 
 
La figure 3.15 montre que les corrélations négatives ont augmenté en valeur absolue dans les 
deux exemples, mais cette augmentation est plus prononcée pour la voie 
HALLMARK_UV_RESPONSE_UP. Dans les deux cas, pour un même taux de représentativité, les 
NES associés à une FDR q-value significative sont plus ordonnés et situés à droite des NES 
associés à une FDR q-value non significative, signifiant qu’ils sont plus élevés en valeur 
absolue, en comparaison avec l’organisation des ES en figure 3.14.  
 
Ensuite, nous avons exécuté 220 nouvelles analyses GSEA avec des tables où seuls les taux de 
représentativité des voies HALLMARK_UV_RESPONSE_UP et HALLMARK_REACTIVE_ 
OXYGEN_SPECIES_PATHWAY varie.   11 groupes de 20 tables de comptages normalisés ont été 
créés. Chaque groupe est caractérisé par un taux de représentativité pour ces 2 voies. Chaque 
table d’un groupe a été générée en sélectionnant aléatoirement les gènes de ces 2 voies jusqu’à 
atteindre le taux de représentativité caractéristique du groupe. Chaque table contient donc 
100% du data background, excepté pour ces 2 voies.  
 
La figure 3.16 permet d’observer la corrélation entre le taux de représentativité et le NES pour 
ces 2 voies lorsque le taux de data background avoisine les 100%. 
 

   
 
Figure 3.16 Représentation de la corrélation entre le score d’enrichissement normalisé NES et le taux de 
représentativité pour les voies HALLMARK_UV_RESPONSE_UP (schéma de gauche) et 
HALLMARK_REACTIVE_OXYGEN_SPECIES_PATHWAY (schéma de droite) lorsque le taux de data 
background avoisine les 100%. 
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La corrélation négative observée précédemment n’est plus. La corrélation entre le NES et le 
taux de représentativité suit dans ces cas une tendance positive. La diminution aléatoire du taux 
de représentativité entraine une légère diminution du NES. De plus, malgré une corrélation 
positive, nous pouvons voir que les NES associés à une FDR q-value significative sont situés 
autour d’une même valeur, qui est -1.4. Ces NES ne semblent pas suivre la corrélation positive 
alors que les NES verts  en figure 3.15 semblent suivre la tendance générale qui est une 
corrélation négative.  
 
Finalement, nous voulions évaluer l’effet réel de la variation du nombre de données sur les 
résultats associés à une voie. Dans ce but, nous avons implémenté 11 nouvelles analyses GSEA. 
Cette fois-ci, chaque table contient un nombre de données différent allant de 50% à 100% du 
jeu de données. Cependant, la voie HALLMARK_UV_RESPONSE_UP a conservé un taux de 
représentativité de 100% dans chaque table. La figure 3.17 montre la corrélation entre le NES 
et le taux de données ainsi que la corrélation entre la FDR q-value associée et le taux de 
données.  
 
 

 
Figure 3.17 Représentation de la corrélation entre le score d’enrichissement normalisé NES et le taux de 
données (à gauche) et de la corrélation entre la FDR q-value et le taux de données (à droite) pour la voie 
HALLMARK_UV_RESPONSE_UP lorsque celle-ci est complètement représentée dans chaque table.  
 
Aucune corrélation n’apparait entre le NES et le taux de données pour la voie 
HALLMARK_UV_RESPONSE_UP lorsque celle-ci est complètement représentée. Cependant, une 
forte corrélation négative et significative est observée entre la FDR q-value associée et le taux 
de données, avec des coefficients de Spearman et de Pearson égaux à -0.6 et -0.68 
respectivement.  
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4 Discussion 
 
Nous avons réalisé une étude dans laquelle nous avions pour objectif d’évaluer l’effet de la 
variation de la quantité de data background sur les analyses d’enrichissement de voies de 
signalisation biologiques par l’algorithme GSEA. Afin de répondre à cet objectif, nous avons 
mis en place un protocole expérimental dans lequel nous avons implémenté des centaines 
d’analyses GSEA en faisant varier notre jeu de données de deux façons : en quantité de façon 
contrôlée et en contenu de façon aléatoire. Nos résultats primaires ont ensuite généré des 
hypothèses que nous allons détailler dans la discussion suivante.  
 
4.1 Analyse de résultats  
 
Dans un premier temps, nous avons évalué la variabilité des résultats à l’aide de diagrammes 
de Venn (Figure 3.1). 3 observations sont ressorties de cette analyse. Premièrement,  8 voies 
sont systématiquement enrichies de manière statistiquement significative dans la condition 
« shE » et un total de 15 voies y sont enrichies dans au moins une table sur les 220. 
Deuxièmement, le nombre total de voies enrichies de manière statistiquement significative 
diminue au fur et à mesure que le taux de data background augmente (Figure 3.2). 
Troisièmement, la répétition de la même analyse, lorsque le taux de data background est de 
100%, ne renvoie pas systématiquement les mêmes résultats. Ces premières observations  
permettent de tirer deux conclusions : la diminution du taux de data background entraine une 
augmentation du nombre de voies enrichies de façon statistiquement significative lors d’une 
analyse GSEA et la répétition d’une même analyse GSEA ne renvoie pas systématiquement les 
mêmes résultats. Le guide d’utilisation de GSEA mentionne cette deuxième conclusion. La 
répétition d’une même analyse peut renvoyer des résultats  non identiques, mais similaires. La 
variabilité des résultats pour une même analyse s’explique par le processus statistique utilisé 
par l’algorithme pour discriminer les enrichissements significatifs. En effet, GSEA attribue la 
FDR q-value à un NES associé à une voie. Ce NES est calculé en divisant l’ES calculé dans la 
liste de gènes ordonnés en fonction de leur niveau d’expression par un ES moyen calculé pour 
cette même voie dans une série de listes (1000 dans notre étude) de gènes ordonnés de façon 
aléatoire. Étant donné le caractère aléatoire du classement de ces listes, il est normal de 
s’attendre à des résultats légèrement différents pour une entrée similaire. Les analyses ont été 
effectuées en suivant les recommandations associées à l’algorithme, qui suggèrent un total de 
1000 permutations afin de garantir un fonctionnement optimal de l’analyse. Cependant, les 
résultats obtenus dans notre étude ne sont pas similaires. En effet, certaines voies 
n’apparaissent que parfois enrichies de façon significative lors de la même analyse.  
 
Dans un second temps, nous avons évalué la similarité des résultats à l’aide de l’indice de 
Jaccard. Le calcul de cet indice a confirmé nos premières observations. L’indice de Jaccard et 
l’indice de Jaccard moyen diminue au fur et à mesure que le taux de data background diminue. 
De la plus, le delta de variabilité de l’indice de Jaccard augmente au fur et à mesure que le taux 
de data background diminue. À priori, ces 2 observations ne sont pas surprenantes, puisque les 
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tables utilisées pour les analyses sont différentes en contenu et le sont encore plus au fur et à 
mesure que le taux de data background diminue. Cependant, certaines voies deviennent 
enrichies de façon statistiquement significatives lorsque le taux de data background diminue. 
Cette observation a mené à une première hypothèse: « La diminution du taux de data 
background entraine une diminution générale du taux de représentativité des voies qui peut 
mener à une augmentation de la significativité statistique de l’enrichissement de ces voies dans 
une condition. ».   

 
L’analyse de Kuncheva a également mené à cette hypothèse. En effet, nous avons évalué la 
stabilité des résultats pour les 10 voies associées aux FDR q-value les plus significatives en 
calculant l’indice de Kuncheva pour chaque groupe. L’indice de Kuncheva suit une tendance 
croissante qui commence à 0.833 lorsque le taux de data background est de 50% et qui se 
termine à 0.972 lorsque le taux de data background atteint 100%. La diminution du taux de 
data background entraine donc une diminution de la stabilité des résultats pour les 10 voies les 
plus significatives. Malgré que cette diminution soit faible et peu surprenante, elle est 
discutable sur certains points. Premièrement, l’analyse DESeq2 a permis d’isoler les gènes 
exprimés différemment de façon statistiquement significative entre les deux conditions. Le but 
de cette manipulation était d’isoler les gènes faisant partie des « leading-edge subsets », les 
sous-groupes de gènes ayant le plus de poids lors du calcul du score d’enrichissement. 
Deuxièmement, malgré un taux de data background de 50%, le taux de représentativité médian 
des voies est de 78% (Figure 3.7). Compte tenu de ces deux points, il serait intéressant de 
calculer le taux de représentativité des « leading-edge subsets » en fonction de taux de data 
background.  S’il s’avérait que le but de l’analyse DESeq2 a été atteint, nous supposerions que 
la diminution du taux de data background intrinsèque (donc les gènes ne faisant pas partie du 
« leading-edge subset)  d’une voie influence grandement le calcul de son score 
d’enrichissement et donc sa significativité sous-jacente.  
 
Étant donné que la significativité statistique est dirigée par l’interprétation de la FDR q-value, 
nous avons calculé la corrélation entre le taux de représentativité et la FDR q-value pour chaque 
voie. Pour la majorité des voies, les coefficients de corrélation de Spearman et Pearson étaient 
positifs lorsqu’ils étaient associés à une p-valeur significative, avec une moyenne de 0.39 et de 
0.34, respectivement. Nous avons classé les différentes voies en 3 groupes de cas. Dans notre 
étude, le plus intéressant est le cas n°2, où la voie est parfois associée à une FDR q-value 
significative. De cette analyse sont ressorties deux tendances. Premièrement,  la FDR q-value 
augmente au fur et à mesure que le taux de représentativité de la voie augmente. Or, une FDR 
q-value plus grande est associée à un résultat moins significatif. Donc, la diminution de taux 
de représentativité peut faire basculer un résultat non significatif en résultat significatif. Cette 
observation confirme donc notre première hypothèse et est, selon nous, une faille pour 
l’algorithme GSEA. En effet, lorsque le taux de représentativité d’une voie est diminué, la 
logique tend à penser que cette voie ne devrait pas ressortir comme significative, puisqu’elle 
n’est pas correctement représentée. Or, cette observation montre le contraire. En effet, malgré 
la suppression d’information, une voie peut ressortir comme enrichie de façon statistiquement 
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significative, alors qu’elle ne l’est pas lorsque 100% des gènes de cette voie sont détectés dans 
le jeu de données. 
 
Afin de comprendre pourquoi cette tendance est observée, nous avons calculé la corrélation 
entre le score d’enrichissement et le taux de représentativité. Lors du calcul avec l’ES non 
normalisé, aucune tendance générale n’a été observée avec des corrélations éparpillées entre -
1 et 1. Cependant, les coefficients de Spearman et de Pearson moyens pour les corrélations 
calculées entre le NES et le taux de représentativité sont de -0.55 et de -0.54, respectivement. 
Cette corrélation négative suggère que le NES augmente au fur et à mesure que le taux de 
représentativité diminue. À la suite de cette observation, nous avons émis une seconde 
hypothèse suivante :  « La diminution du taux de représentativité peut entrainer une 
surestimation du score d’enrichissement normalisé. ».  
 
Pour répondre à cette hypothèse, nous avons implémenté des analyses GSEA pour des tables 
variant entre-elles de la façon suivante : seul le taux de représentativité des voies 
« HALLMARK_UV_RESPONSE_UP » et « HALLMARK_REACTIVE_OXYGEN_SPECIES 
_PATHWAY » varie entre les tables, tandis que le background global est conservé pour chacune 
d’entre elles. Les corrélations de Spearman et Pearson entre le taux de représentativité et le 
NES sont passées de -0.79 et -0.78 à 0.22 et 0.26 pour la voie 
« HALLMARK_UV_RESPONSE_UP » et de -0.41 et -0.44 à 0.25 et 0.27 pour la voie 
« HALLMARK_REACTIVE_OXYGEN_SPECIES_PATHWAY ». Ces corrélations sont très faibles  et 
suggèrent que l’augmentation de taux de représentativité n’entraine pas une augmentation du 
NES. Cependant, nous observons toujours une forte variabilité des résultats lorsque le taux de 
représentativité diminue, avec une augmentation du nombre de résultats significatifs. Cette 
seconde observation confirme notre hypothèse qui stipule que la diminution du taux de 
représentativité d’une voie peut entrainer une surestimation du NES qui lui est associé. La 
figure 4.1 permet de comprendre cette seconde observation.  
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   A              

 

   B 

 

   C 

 
 

Figure 4.1 Résumé des résultats GSEA pour deux tables où la voie HALLMARK_UV_RESPONSE_UP a un taux 
de représentativité de 65% et dont les gènes ont été sélectionnés aléatoirement. (A) Résumés des résultats 
statistiques calculés par GSEA. (B) Graphiques représentant le calcul du score d’enrichissement. (C) Graphiques 
représentant la distribution des scores d’enrichissement calculés à partir de 1000 listes de gènes ordonnées de  
façon aléatoire.  
 
La figure 4.1 reprend les résultats GSEA pour deux tables contenant un taux de représentativité 
de 65% pour la voie HALLMARK_UV_RESPONSE_UP, avec 104 gènes présents sur 158 possibles 
dans la table de gauche et 106 pour la table de droite. Pour rappel, ces tables contiennent un 
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taux de data background qui avoisine les 100%. Seul le taux de représentativité de la voie 
HALLMARK_UV_RESPONSE_UP est donc diminué et son contenu a été sélectionné 
aléatoirement.  
 
Les tableaux en figure 4.1a résument les scores d’enrichissement normalisés et leur FDR q-
value associée. Le NES pour la table de gauche est de  -1.41 et est associé à une FDR q-value 
significative de 0.045  tandis que celui de la table de droite est de -1.14 en valeur absolue et est 
associé à une FDR q-value non significative de 0.23.  
 
Cette différence peut s’expliquer par les graphiques d’enrichissement en figure 4.1b. Deux 
raisons ont causé cette différence de NES. Premièrement, le graphique de gauche montre que 
le nombre de gènes surexprimés dans la condition « NT » est moins élevé par rapport au 
graphique de droite. Chaque barre noire sous la courbe verte représente un gène de la voie. 
L’ES n’atteint que 0.1 pour la condition « NT » dans la figure de gauche contre plus de 0.2 
dans la figure de droite. Le décrément nécessaire pour atteindre un même ES dans la condition 
« shE » est donc plus important pour la figure de droite. Deuxièmement, le nombre de gènes 
faisant partie du « leading-edge subset » de la voie est plus important pour la figure de gauche 
avec 36 gènes contre 30 pour la figure de droite. La sélection aléatoire a donc sélectionné moins 
de gènes surexprimés dans la condition « NT » et plus de gènes surexprimés dans la condition 
« shE » pour la figure de gauche, ce qui explique cette différence dans les ES et NES.  
 
L’interprétation statistique des résultats est graphiquement représentée sur la figure 4.1c. Ces 
graphiques montrent la distribution des ES calculés à partir des listes de gènes ordonnées de 
façon aléatoire. L’ES du graphique de gauche se positionne à l’extrémité gauche de la 
distribution, signifiant qu’il s’agit d’une valeur rare. Cet ES est donc associé à une p-valeur 
nominale significative. Au contraire, le graphique de droite montre que l’ES si situe plus au 
centre de la distribution, et donc qu’il n’est pas statistiquement différent d’un ES calculé à 
partir de données classées de façon aléatoire.  
 
Les observations représentées en figure 4.1 permettent de tirer la conclusion suivante. La 
diminution aléatoire du taux de représentativité d’une voie peut entrainer une surestimation de 
son score d’enrichissement lors d’une analyse GSEA ainsi qu’un changement d’interprétation 
statistique lorsque la FDR q-value associée à ce score se situe aux alentours du seuil de 
discrimination statistique de 0.05. Il est donc primordial de vérifier le taux de représentativité 
d’une voie dans un jeu de données lorsque celle-ci est associée à une FDR q-value significative.  
 
Nous voulions également déterminer si le nombre de données présent dans le jeu avait une 
influence sur les résultats GSEA. Pour cela, nous avons implémenté l’analyse décrite en figure 
3.17. Cette analyse permet de conclure que la diminution du nombre de données n’entraine 
aucune variation du NES associé à la voie « HALLMARK_UV_RESPONSE_UP » lorsque son taux 
de représentativité est de 100%. Cependant, elle entraine une augmentation de la FDR q-value 
associée à ce NES. La diminution du nombre de données qui entourent une voie totalement 
représentée entraine donc une diminution de la significativité de son NES. Cette tendance 
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s’explique en s’intéressant à la distribution des ES calculés dans des listes ordonnées de façon 
aléatoire.  
 

   
 
Figure 4.2 Représentation de la distribution des « random » ES pour la voie « HALLMARK_UV_ 

RESPONSE_UP » complètement représentée lorsque le taux de données du jeu est de 100% (à gauche) et de 
50% (à droite).  
 
La figure 4.2 montre que lorsque le taux de données est de 50%, la distribution se décale du 
zéro par rapport à un taux de données de 100%. Un même ES est donc associée à un 
enrichissement moins significatif lorsque le taux de données diminue.  
 
Suite à ces analyses, nous pouvons faire deux conclusions principales. Premièrement, la 
diminution du taux de data background de façon aléatoire entraine une diminution générale du 
taux de représentativité des voies. La diminution du taux de représentativité tend à surestimer 
les NES associés aux voies, ainsi que leur FDR q-value. Cette surestimation peut entrainer un 
changement dans l’interprétation statistique de l’enrichissement pour une voie lorsque sa FDR 
q-value associée se situe aux alentours du seuil de discrimination statistique égal à 0.05. Lors 
d’une analyse de résultats GSEA, il est donc primordial de contrôler que le taux de 
représentativité d’une voie significative soit maximal, afin d’éviter d’entreprendre des 
recherches plus approfondies pour une voie faussement positive. Deuxièmement, la diminution 
du nombre de données dans notre jeu de données entraine l’augmentation de la FDR q-value 
pour la voie « HALLMARK_UV_RESPONSE_UP » lorsque son taux de représentativité est de 
100%. La diminution du nombre de données pourrait donc augmenter le nombre de faux 
négatifs pour les voies associées à une FDR q-value proche de 0.05.  
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4.2 Dans la littérature  
 
Nous n’avons pas trouvé d’étude similaire dans la littérature. Seuls certains forums dédiés à la 
bio-informatique ont également mis en évidence cette question de recherche. Cependant, la 
littérature propose de nouvelles solutions pour la recherche de voies de signalisation 
biologiques à partir de données de séquençage [49]. Ces solutions utilisent d’autres techniques 
de calcul, comme le machine learning [70], [71], et sont une ressource utile pour confirmer ou 
infirmer les résultats obtenus dans une analyse GSEA et guider la prise de décision quant à la 
mise en place de recherches plus approfondies pour l’une ou l’autre voie.  
 
Les techniques d’analyse d’enrichissement sont souvent basées sur des tests de significativité 
statistique, nuancés et parfois difficiles à interpréter [49]. En effet, la p-valeur [72] apparait 
dans pratiquement tous les articles de recherche médicale, mais son interprétation est rendue 
extrêmement difficile parce qu'elle ne fait partie d'aucun système formel d'inférence statistique. 
En conséquence, la signification de la p-valeur est souvent mal interprétée [73]. Notre étude 
met à jour une nouvelle mise en garde sur l’utilisation d’un seuil de significativité statistique. 
Elle montre que la significativité statistique des résultats obtenus avec GSEA est dépendante 
du taux de représentativité des voies ainsi que de la quantité de données qui se trouve dans le 
jeu de données. Certains résultats ont montré qu’en retirant seulement 5% des gènes d’une voie 
ou qu’en réalisant une seconde fois l’analyse, leur interprétation pouvait passer de non 
significatif à significatif. Cette observation pourrait causer un biais scientifique nommé « p-
hacking » qui apparait lorsque les chercheurs collectent des données ou implémentent des 
analyses statistiques jusqu'à ce que des résultats non significatifs deviennent significatifs [74].  
 
Afin de confirmer des résultats GSEA, il pourrait être intéressant d’utiliser un algorithme 
comme pathfindR [75], un package R qui permet une analyse d’enrichissement orientée sous-
réseau, complétant les associations gène-phénotype identifiées par une analyse d'expression 
différentielle, avec DESeq2 par exemple. L’algorithme identifie les sous-réseaux actifs d’une 
liste de gènes dont la différence d’expression est significative entre deux groupes, puis effectue 
une analyse d'enrichissement à partir de ces sous-réseaux actifs. Pour une liste de gènes, un 
sous-réseau est défini comme un groupe de gènes interconnectés dans un réseau d'interaction 
protéine-protéine [75]. Cet algorithme ne prend donc pas en compte le data background d’un 
jeu de données, contrairement à GSEA. Des résultats similaires pour les deux algorithmes 
augmenteraient la puissance des résultats de chaque algorithme et permettraient de prendre des 
décisions plus sures quant à la suite des recherches.  
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4.3 Limites de l’étude  
 
Notre étude présente certaines limites. Premièrement, nous n’avons testé qu’un seul jeu de 
données. La reproduction de l’étude avec d’autres jeux de données pourrait valider, ou au 
contraire, invalider les résultats de celle-ci. Deuxièmement, seul le mode « gene_set » de 
GSEA a été testé. Il pourrait être intéressant d’effectuer la même étude avec un jeu de données 
transcriptomiques adapté au mode « phenotype » afin de confirmer nos résultats à l’ensemble 
des modes de GSEA. De plus, nos conclusions sont déduites à partir de certains exemples de 
nos résultats, dans le cas où la FDR q-value se situe aux alentours du seuil de 0.05. Or, le seuil 
de 0.05 pour l’interprétation de résultat statistique constitue un débat largement controversé 
dans le monde scientifique [76]. Finalement, nous avons utilisé le seuil statistique de 0.01 pour 
classer les gènes du data background suite à l’analyse DESeq2. Or, le seuil classiquement 
utilisé par la communauté scientifique est de 0.05. Par conséquent, il reste de l’information 
statistiquement significative dans le data background qui peut être aléatoirement non 
sélectionné dans nos tables. Il pourrait donc être pertinent de faire cette étude en utilisant un 
seuil de 0.05 pour la sélection du data background.  
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5 Conclusion  
 
La recherche d’information biologiquement pertinente à partir de données « omics » est un défi 
majeur dans les analyses d’expression à l’échelle du génome. Bien qu’une large panoplie 
d’algorithmes dédiés à cet objectif ait été mise en place par la communauté scientifique, GSEA 
reste le plus communément utilisé. Malgré leur facilité d’utilisation, l’interprétation des 
résultats renvoyés par ces algorithmes est souvent délicate et nuancée. Le manque d’expérience 
et l’imprudence dans le domaine des statistiques ont souvent mené à des erreurs 
d’interprétation, entrainant une mauvaise prise de décision quant à des recherches plus 
approfondies pour l’une ou l’autre voie biologique qui se traduisent par un échec lors de la 
validation des résultats à la paillasse.  De plus, nombreux de ces algorithmes utilisent des tests 
de significativité statistique pour analyser les données. Ils peuvent donc facilement être 
victimes de « p-hacking » par des utilisateurs désirant rendre statistiquement significatifs des 
résultats qui ne le sont pas à l’origine. 
 
Dans cette étude, nous avons montré que la diminution du taux de data background dans un jeu 
de données transcriptomiques, tout en gardant l’ensemble des gènes ayant une différence 
d’expression statistiquement significative selon DESeq2, entrainait une forte variabilité des 
résultats d’analyses GSEA. Cette variabilité s’observe dès une diminution de 5% du taux de 
data background. La cause de cette variabilité est la diminution du taux de représentativité des 
ensembles de gènes à analyser. Celle-ci peut entrainer une surestimation du score 
d’enrichissement normalisé d’un ensemble ainsi que, dans certains cas, une augmentation de 
sa significativité statistique. Par contre, pour un ensemble de gènes représenté à 100% dans la 
liste, la diminution du nombre de données n’entraine pas une variation du NES associé à cet 
ensemble, mais entraine une diminution de la significativité statistique de ce NES.  
 
Bien que notre étude présente certaines limitations, elle conforte l’idée qu’il est important de 
rester prudent lors d’analyse de résultats GSEA. Le taux de représentativité des ensembles de 
gènes est un facteur très important, à prendre en compte avant de tirer toute conclusion. Elle 
met en garde contre un biais scientifique, le « p-hacking », facilement engendré lorsque la FDR 
q-value associée à un ensemble de gènes se situe aux alentours du seuil de significativité 
statistique 0.05. De plus, elle met en évidence que la quantité d’information au départ d’une 
analyse est presque aussi importante que la pertinence statistique de cette information. 
Finalement, elle donne conscience qu’il est important de se fier aux résultats d’algorithmes 
utilisant différentes méthodes pour tirer des conclusions quant à l’enrichissement d’un 
ensemble de gènes.  
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